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XGBOOST VE KARAR AGACI TABANLI ALGORITMALARIN DiYABET VERi SETLERI
UZERINE UYGULAMASI

OZET

Siniflandirma, insanlarin her zaman ilgilendigi konulardan biri olmustur. Bu konu
ilkel cagdan giinimiize kadar &nemini korumaya devam etmektedir. insanlar, canli
ve cansiz varliklari siniflandirmayla baslamis; fakat gliniimizde ise saglik, bankacilik,
finans, ener;ji gibi alanlarda siniflandirma tzerine calismalar yapmaktadir.

Ozellikle saghk alaninda yapilan siniflandirma calismalari, hastaligin erken teshisi ve
tanisinda, ayrica ilag tasarlama galismalarina 6nemli katki sunmaktadir. Diinya Saglik
Orgiiti'ne goére diyabet hastaligi en c¢ok 6liime neden olan on hastaliktan biri
olmasinin yani sira bu hastaliga yakalanan yetiskinlerin sayisi artmaya devam
etmektedir. Diinya Saglik Orgiiti’niin, 2014 verilerine goére 422 milyon insan
diyabetle yasamaktadir. Diyabet hastaliginin; zaman icinde kalpte, kan
damarlarinda, gozlerde, bobreklerde ve sinirlerde hasara yol actigl sonucuna
ulasilmistir. Bu hastaliga sahip yetiskinlerin kalp krizi ve felg riski gecirmesinin saglikh
bireylere gore daha fazla oldugu saptanmistir.

Son yillarda makine 6grenmesi ve yapay zeka gibi teknolojik gelismeler bircok
hastalikla miicadelede kullanilmaya baslanmistir. Hastaligin erken teshisi ile beraber
bireyin daha uzun yasamasi saglanmaktadir. Ozellikle gen dizilim calismalarinda
makine 6grenmesi 6nemli bir yer tutmaktadir.

Tezin amaci dogrultusunda diyabet hastaliginin tahmin edilmesi icin makine
0grenme yontemleri algoritmalarindan yararlanilmistir. Bu calismada; karar agaglari,
Rastgele Orman, Gradient Boosting ve XGBoost algoritmalari anlatiimistir. Bu
algoritmalar iki veri setine uygulanmis ve performans olcitlerinden dogru
siniflandirma orani, kesinlik, duyarlilik, Kappa ve F1 sonuglari elde edilmistir. Elde
edilen sonuglardan dogru siniflandirma orani kullanilan algoritmalar bakimindan
karsilastirmasi yapilip yorumlanmistir.

Veri setlerinden birincisi 210 gozlem ve biri sinif degiskeni olmak Ulzere 15
degiskenden olusmaktadir. Digeri ise literatirde “PIMA INDIANS” olarak bilinen 768
gozlem ve biri sinif degiskeni olmak Ulzere 8 degiskenden meydana gelmektedir.
Birinci veri setindeki kayip gozlemlere IBM SPSS 23 paket programi kullanilarak
coklu atama ile deger atamasi yapilmistir. Bu calismada veri setlerinin bir kismi
egitim verisi kalan kismi da test verisi olarak ele alinmis ve uygulamada R acik
kaynak yazilimi kullanilmistir.



Kullanilan siniflandirma algoritmalarindan elde edilen sonuclar dogru siniflandirma
oranlari bakimindan incelenmistir. Dogru siniflandirma orani bakimindan karar
agaclari, Rastgele Orman, Gradient Boosting ve XGBoost algoritmalarinin sirasiyla
birinci veri setinde %56.10, %60.98, %65.85 ve %70.73 iken; “PIMA INDIANS” veri
setinde ise %75.82, %81.05, %81.70 ve %82.35 sonuglarini verdigi gorilmuistiir. Bu
sonuglarin 1s1ginda her iki veri setinde de XGBoost algoritmasinin performans
bakimindan daha iyi ¢alistigl sonucuna varilmistir.

Anahtar Kelime: Diyabet, Gradient Boosting, Karar agaclari, Rastgele Orman,
Siniflandirma algoritmalari, XGBoost.
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APPLICATION OF XGBOOST AND DECISION TREE BASED ALGORITHMS ON
DIABETES DATA

ABSTRACT

Classification has been one of the subjects that people have always been interested
in. This issue continues to be important since the primitive age. The first
classification was introduced by Aristoteles in the history. However, the biological
classification as scientific was done by Carl Linnaeus. People have begun to classify
living and non-living assets and today they are working in fields such as health,
banking, finance and energy.

Classification studies, especially in the field of health, early diagnosis and diagnosis
also contributes to drug design studies. According to the World Health Organization,
diabetes mellitus, is called diabetes, is one of the ten most common causes of
death, and the number of adults suffering from it continues to increase. The World
Health Organization says that 422 million people live with diabetes. It has been
concluded that diabetes causes damage to the heart, blood vessels, eyes, kidneys
and nerves system over time. Adults with this disease have a higher risk of heart
attacks and strokes than healthy individuals.

There are two types of diabetes, Type 1 and Type 2. In Type 1 diabetes, it occurs as
a result of insufficient insulin production by the person and requires daily insulin to
eliminate it. Type 2 diabetes is caused by the body's ineffective use of insulin. Type
2 diabetes includes the majority of people with diabetes worldwide and is usually
the result of excessive body weight and physical inactivity.

It is not possible to process and analyze big data manually. The purpose of using the
data is to make future predictions from the data obtained. Decision tree based
algorithms and machine learning methods have been developed to solve these
problems. These methods try to find the most suitable model for new data by using
past data.

In recent years, technological developments such as machine learning and artificial
intelligence have started to be used in the fight against many diseases. With the
early diagnosis of the disease, the individual can live longer. Especially in gene
sequencing studies, decision tree based algorithms play an important role. In
machine learning and statistics; classification is a supervised learning approach that
the computer program learns from given data input and then uses this learning to
classify new observations. Classification algorithms; learns through from training
data. They try to classify test data whose class is not known.
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For the purpose of this thesis, decision tree based algorithms and machine learning
methods were used to predict diabetes class. In this study; decision trees, Random
Forest, Gradient Boosting and XGBoost algorithms are explained. These algorithms
were applied to two data sets and used performance criteria as accuracy,
sensitivity, kappa score and F1 score results were obtained. From the obtained
results, accuracy was compared and interpreted in terms of the using algorithms.

Decision trees are a supervised learning method that uses training data to classify
data one after another based on one feature at a time. The purpose of decision
trees is to ensure that class membership in the lower leaves of the tree to be
obtained by dividing the data is as pure as possible. In other words, it is practiced
for leaves that consist almost exclusively of a single class.

Random Forest is one of the important machine learning models that can be
applied to both regression and classification problems. In order for a successful
random forest to be produced, it is necessary to have a well-formed decision tree
on the basis of which it is well established, which can ask accurate questions and
make predictions.

Gradient Boosting is defined in a prediction model as a machine learning technique
for regression and classification problems, often producing the community form of
weak prediction models. Gradient Boosting, is based on Boosting techniques, is a
community method that combines a series of weak classifiers with boosting to
create a strong classifier.

XGBoost is an abbreviation of Extreme Gradient Boosting, machine learning
technique based on Gradient Boosting and decision tree algorithms. In 2016,
XGBoost was introduced by Tiangi Chen and Carlos Guestrin, and it has been
applied in an accelerated frequency in a wide range of applications; such as energy,
health and finance. XGBoost has more advantages in terms of speed and
performance compared to many decision tree based algorithms.

In the application part of this study, the highest accuracy was tried to be
determined by using decision tree based algoritmhs in 2 different diabetes data
sets. The first data set consists of 210 observations and 15 variables, one of which is
a class variable. Missing values in the first data set were assigned by multiple
imputation using IBM SPSS 23 package program. The other one consists of 768
observations known in the literature as PIMA INDIANS and 8 variables, one of which
is a class variable. In this study, some part of the data sets were considered as
training data and other part of as test data and then R open source software was
used in the application.
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The results obtained from the classification algorithms used were examined in
terms of accuracy. In the first data set, the accuracy; decision trees, Random Forest,
Gradient Boosting and XGBoost algorithms were achieved to be 56.10%, 60.98%,
65.85% and 70.73% respectively; in PIMA INDIANS data set, it was achieved that the
results were 75.82%, 81.05%, 81.70% and 82.35% respectively. According to these
results, it is concluded that XGBoost algorithm works better than the other
algorithms.

Key words : Classification algorithms, Decision trees, Diabetes, Gradient Boosting,
Random Forest, XGBoost.
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1. GiRIS

Siniflandirma konusu ilkel cagdan beri insanlarin ilgilendigi bir alan olmustur. Tarihte
bilinen ilk siniflandirmanin antik yunan filozoflarindan Aristoteles tarafindan,
canhlarin goriilebilen ve morfolojik 6zelliklerine gore yaptigi siniflandirma oldugu
bilinmektedir. Bilimsel olarak biyolojik siniflandirmayi ise ilk olarak isvecli bilim
adami Carl Linnaeus yapmistir. Siniflandirma tekniklerinin yogun olarak kullanildig
alanlar: kredi basvurusunun degerlendirilmesi, dolandiricilik tespiti, resim ve 6rinti
tanimi, hastalik teshisi olarak &rneklendirebilir. Ozellikle saglk alaninda son
zamanlarda makine 6grenmesi lzerine ¢alismalar artmistir. Bilim insanlari, solunum
yollari ve enfeksiyon hastaliklari, HIV/AIDS, Hepatit, sitma, diyabet gibi
hastaliklardan Diinya genelinde cogu insan 6lmektedir. Bu ylizden bu hastaliklarla
micadelede bilgisayar ortaminda gen diziliminden siniflandirma algoritmalarina

kadar bircok teknik kullaniimaktadir.

Bilimsel adi “Diabetes Mellitus” olan diyabet hastaliginin 1980 yilinda 108 milyon
hastanin varligi s6z konusu iken 2014 yilinda dilinya genelinde hasta sayisinin 422
milyona yiikseldigi Diinya saglik Orgiiti (WHO) tarafindan aciklanmistir. Ayrica Diinya
Saglik Orgitine gore 2016 yilinda seker hastaligina bagli hastaliklardan 1.6 milyon
insanin, diger yandan kandaki yliksek glukozdan 2012 yilinda da 2.2 milyon insanin
0ldigla tahmin edilmektedir. Bu hastalik diinyada en ¢ok 6liime yol acan hastalklar

arasinda yer almaktadir (World Health Organization, 2019).

Diyabet hastaliginin, zaman icinde kalbe, kan damarlarina, gozlere, boébreklere ve
sinirlere zarar verdigi sonucuna ulasiimistir. Bu hastaliga sahip yetiskinlerin kalp krizi

ve felg riski gegirmesinin iki ile G¢ kat arttig gérilmustir (Sarwar ve dig, 2010).



Diyabetik retinopati, korliglin 6nemli bir nedeni olmasinin yani sira retinadaki kiglik
kan damarlarinda uzun sireli birikmis hasarin bir sonucu olarak ortaya ¢ikmakta ve
diinya genelinde ki korligin %2,6'sinin diyabete bagh oldugu tahmin edilmektedir
(Bourne ve dig, 2013). Diyabet hastaliginin, bobrek yetmezliginin 6nde gelen

nedenleri arasinda yer aldig1 bulunmustur (Saran ve dig, 2015).

Diyabet hastaliginin, Tip 1 ve Tip 2 olmak Uzere iki tliri mevcuttur. Tip 1 diyabette
kisinin yetersiz insilin iretmesi sonucu ortaya cikmakta ve bunun giderilmesi icin
glnlik instlin verilmesini gerektirmektedir. Tip 1 diyabetin nedeni bilinmemekte ve
mevcut bilgi ile 6nlenememektedir. Hastalarin, insilin yetersizligi oldugundan omiir
boyu insilin hormonunu disardan (enjeksiyon yoluyla) almak zorunda kalmaktadir.
Bu nedenle Tip 1 diyabet, insiiline Bagimli Diyabet (Insulin Dependent Diabetes
Mellitus=IDDM) olarak da isimlendirilmektedir. Tip 2 diyabet ise, viicudun etkisiz
inslilin kullanimindan kaynaklanmaktadir. Tip 2 diyabet, diinya capinda diyabetli
kisilerin cogunlugunu icermekte ve genellikle asin vicut agirhgr ve fiziksel
hareketsizligin sonucu ortaya cikmaktadir. Tip 2 diyabetteki belirtiler tip 1 diyabet
hastaligina benzer olmasina ragmen, genellikle daha az belirgin olmaktadir.
Hastaligin baslangicindan birkag yil sonra, bazi komplikasyonlar olusmasi ve ortaya

citkmasi neticesinde teshis edilebilmektedir.

Bu c¢alismanin amaci, diyabet hastaliginin karar agaci tabanli makine 6grenme
algoritmalari ile tahmin edilmesi ve en iyi performansin tespit edilmesidir. Calismada
makine 6grenmesi algoritmalarindan karar agaclar, topluluk 6grenme
algoritmalarindan Rastgele Orman, Gradient Boosting ve XGBoost kullaniimistir.
Calisma kapsaminda iki farkh veri seti kullanilmis verilerin bir kismi egitim verisi, bir
kismi da test verisi olarak ele alinmistir. Elde edilen sonuclarin literatirdeki benzer

calismalarla karsilastirmasi yapilmistir.

Tezin ikinci boliminde karar agacglari, Rastgele Orman, Gradient Boosting ve
XGBoost hakkinda bilgi verilmistir. Performans olgitlerinden Dogruluk, Kesinlik,

Duyarhlik, Kappa ve F1 kullaniimistir.



Uclincii  boliimde veri setlerinin elde edilmesi, hazirlanmasi, islenmesi ve

uygulamasina yer verilmistir.

Sonug¢ bolimi ise elde edilen bulgularin degerlendirilmesi ve yorumlanmasindan

olusmaktadir.



2. KARAR AGAGLARI

Karar agaclari tek seferde bir ozellige dayanarak verileri arka arkaya siniflara
ayirmak icin egitim verilerini kullanan denetimli bir 6grenme yontemidir. Karar
agaclarinda amag, verileri bolerek elde edilecek agacin alt yapraklarindaki sinif

o“

Gyeliginin mimkin oldugunca “saf” olmasini saglamaktir. Baska bir deyisle,
neredeyse tamamen tek bir siniftan olusan yapraklar icin calisiimaktadir. Her bir
sinifi tanimlayan kurallar, 6zellikler ve ayrilma noktalari dikkate alinarak agac

okunabilmektedir (Jankowski ve dig, 2011).

Karar agaclarinin disik maliyetli olmasi, anlasilmasinin ve yorumlanmasinin kolay
olmasi, givenilirliklerinin yiksek olmasi ve veri tabanlari ile entegrasyonunun
sorunsuz olmasi gibi nedenlerden otiri en yaygin kullanilan siniflandirma

tekniklerinden biridir (Calis ve dig, 2014).

Karar agaclari, bir veri kiimesini dal benzeri bélimlere ayirmanin cesitli yollarini
belirleyen algoritmalar tarafindan Uretilir. Bu boélimler, agacin tepesinde bir kdk

digima ile baslayan ters bir karar agaci olusturur (De Ville, 2006).
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Sekil 2. 1 Karar Agaci Yapisi.



Her agac baslangic noktasi olan kok digiim ile baslar. Sekil 2.1’de gorialdiga gibi A
noktasi kok digim, B ve C diagimleri ise aile digimleridir. D ve E ayni aile
digliminden oldugu icin kardes diglim olarak adlandirilir. Ek olarak D ve E cocuk
diigim olarak da adlandirilir. Cocuk diigiim, herhangi bir digim noktasi ile iliskili
olan digumdir ve kok digim disindaki her digim c¢ocuk digim olarak
adlandirilabilir. E, F, G, H yaprak olarak adlandirilir. Yapraklar ¢ocuk diigimiine sahip
olmamakla beraber sadece degerleri gorilir. Ayrica burada D,G ve H alt agag
olusturmaktadir. Sekil 2.1’de diizeyler, kdk dugim ile baslayip yapraklara kadar

uzanir. Ayni zamanda agacin aldig1 bu yol, agacin derinligi olarak adlandirilir.

Sekil 2. 2 Karar Agaci Ornegi.

Kaynak : (Dixit, 2017).



Sekil 2.2’de piyasada yatirim yapan bireylerin sahip oldugu niteliklere gore temsili

bir karar agaci 6rnegi verilmis olup burada;

e 3 yas grubu gortlmekte ve bu yas gruplarina ait nifusun %15’i 20-25, %80’
25-50, %5'i ise 50-70 yas gruplari arasinda yer almaktadir. Burada nifusun %
80 olan kismina odaklaniimis,

e Bu popiilasyonda kadinlarin %30’u, erkeklerin ise %70’i yatinm yapmakla
ilgilenmekte olup, erkek niifus daha yogun oldugundan bu grup ile devam
edilmis,

e Bekar erkeklerin %30’u yatirimla ilgilenirken, evli erkelerin %70’i yatirim ile
ilgilenmektedir. Dolayisiyla ele alinan kriter asagiya dogru oldukga daralmis,

e Son olarak evli erkeklerden, %80’i ¢ocuk sahibi, %20’si ¢ocuk sahibi degildir.
Cocuk sahibi erkeklerin, cocuk sahibi olmayan erkeklere kiyasla daha fazla

yatirim yaptigi
gorilmektedir (Dixit, 2017).
Karar agaclarinin avantaj ve dezavantajlari asagidaki gibi siralanir.
Karar agaclari avantajlari,

e Anlasilmasinin ve yorumlanmasinin kolay olmasi,
e Hem nicel hem de kategorik degiskenler icin kullanilabilir olmasi,
e Hem regresyon hem de siniflandirma problemleri icin uygun olmasi,

e Kayip gozlemlere sahip veri kiimelerini isleyebilmesi
gibi siralanabilir.

Karar agaclarinin dezavantajlari,

e Karar agaclan kararsiz yapidadir. En ufak degisiklikte, agacin hiyerarsik
yapisindan dolayi sonucun degisebilir olmasi,
e Asiri 6grenme ya da asirl uyumun yasanmasl,

e Sirekli degisken degerlerini tahmin etmede ¢ok basarili olmamasi,



e Hem agac olusturma hem de aga¢ budama karmasikliginin cok fazla olmasi,
e Sinif sayisinin fazla, 6grenme kiimesinin sayisinin az olmasi durumunda

model olusturmada ¢ok basarili olamamasi,

olarak siralanabilir.

2.1 Karar Agaclari Algoritmalari

Karar agaclar tarihsel gelisim silirecinde bir¢cok algoritma ile calismistir. Bu

algoritmalardan; AID, CHAID, CART, ID3, C4.5 ve QUEST ele alinmistir.

2.1.1 AID algoritmasi

1970’li yillarin basinda, Morgan ve Sonquist tarafindan University of Michigan’da
kullanilmaya baslanilan AID (Automatic Interaction Detector) algoritmasi, karar
agaci temelli ilk algoritma ve yazilimdir. Bu algoritma ile en iyi tahmini
gerceklestirebilmek icin bagiml ve bagimsiz degiskenler arasindaki miimkin olan
tim iliskiler incelenebilmektedir. Ancak, bu incelemeyi yaparken c¢ok saldirgan
davranmasi, anlamli ve anlamsiz iliskileri ayirt edemedigi icin basta Einhorn olmak

Uzere bircok arastirmaci tarafindan belirtilmistir (Akpinar, 2000).

2.1.2 CHAID algoritmasi

CHAID (ChiSquared Automatic Interaction Detector) algoritmasi, 1980 yilinda G.V.
Kass tarafindan gelistirilmis olup, AID algoritmasinin gelistirilmis halidir. Bu
algoritma, CART algoritmasina benzer fakat CART algoritmasi ikili agaclar Gretirken,
CHAID algoritmasi ¢oklu agaclar lretmektedir. Bu algoritmanin amaci, kategorik
degiskenlere iliskin veri setini, bagimli degiskeni en iyi aciklayacak sekilde ayrintili
olarak homojen alt gruplara ayirir. Bu alt gruplar kiiciik tahmin edici gruplardan
meydana gelmektedir. Segilen bu tahmin ediciler daha sonra bagimh degiskenin
tahmininde kullanilir. Bagimlh degiskenin strekli oldugu durumda F testi, kategorik

oldugu durumda ise Ki Kare testi kullanilir. Bu algoritmanin “Ki-kare” olarak



isimlendirilmesinin nedeni, algoritmada bircok capraz tablo kullanilmasi ve
istatistiksel dnem oranlari ile calisilmasidir. Ayrica hem sirekli hem kategorik
degiskenler Gzerinde calisabilmesi, coklu agac olusturabilmesi nedeniyle glinimuzde

tercih edilen bir algoritmadir (Pehlivan, 2006; Akpinar, 2000; Kiran 2010).

2.1.3 CART algoritmasi

CART (Classification and Regression Trees) algoritmasi, 1984 vyilinda Breiman,
Friedman, Olshen ve Stone tarafindan gelistirilmistir. Bu algoritmada bagimh
degisken kategorik yapida ise siniflama, sirekli yapida ise regresyon agaclari
kullanildigi icin siniflandirma ve regresyon agaclari adini almistir. CART algoritmasi
ile ikili karar agaglari olusturulur. Yani kék digimden iki ¢ocuk digiim olusarak
homojen bir agac elde edilmeye calisilir. ikili karar agacina ayirma islemi yapilirken
kategorik bagiml degisken icin Gini ve Twoing indeksi, slirekli degiskenler icin en
kicik kareler sapmasina gore islem yapilir. Sadece ikili duruma gore karar vermesi
en belirgin dezavantajidir. Bunun yani sira kar, maliyet degerleri ve degisken
kategorilerin arasinda oOnceliklerin belirlenmesinde sagladigi kolayliklar nedeniyle

glnimizde de kullanilan bir algoritmadir (Akpinar, 2000; Koéktirk, 2012).

2.1.4 ID3 algoritmasi

ID3 algoritmasi, 1986 yilinda Quinlan tarafindan bulunmustur. Bu algoritma, cok
basit bir karar agaci algoritmasi olarak kabul edilir. ID3 algoritmasi, bilgi kazancini
(Information Gain) bélme olgitleri (splitting criteria) olarak kullanir. Tim 6rnekler
tek bir hedef 6zellik degerine ait oldugunda veya en iyi bilgi kazanci sifirdan blyuk
olmadiginda, bulylime durur. ID3 algoritmasi, ne sayisal degisken ne de kayip

degerlere herhangi bir budama prosedtirti uygulamaz (Maimon ve dig, 2010).



2.1.5 C4.5 algoritmasi

C4.5 algoritmasi 1993 yilinda Quinlan tarafindan sunulan bir algoritma olup, 1D3
algoritmasinin gelistirilmis halidir. Béliinme kriteri olarak kazang¢ oranini kullanir.
Bollinecek ornek sayisi belirli bir esigin altinda oldugunda bdlme sona erer. Hata
bazli budama, biylime asamasindan sonra gerceklestirilir. C4.5 algoritmasi sayisal
ozellikleri isleyebilir. Ayrica bu algoritma, dizeltiimis kazan¢ orani kriterleri
(corrected gain ratio criteria) kullanarak kayip degerleri iceren bir egitim setinden

baslatabilir (Maimon ve dig, 2010).

2.1.6 QUEST algoritmasi

QUEST (Quick Unbiased Efficent Statistical Tree) algoritmasi, 1997 yilinda Loh ve
Shih tarafindan gelistirilen hizli, yansiz, etkin istatistiksel agac¢ olarak bilinen bir
algoritmadir. CART algoritmasindaki gibi ikili karar agaci olustururken, degisken
secimi ve ayirma noktasi secimini CHAID ve CART algoritmalarindan farkli olarak ayri
ayri ele almaktadir. CART algoritmasindaki tlim avantajlara sahip olsa da, onun gibi

hantal yapidadir (Pehlivan, 2006).

Karar agaclari algoritmalarinin gelisim sdreci, kullanilan veri tipi, calisma
mekanizmasi, olusan aga¢ modeli ve agac dallanma kriteri gibi 6zellikleri cizelge

2.1.6’da verilmistir.



Cizelge 2. 1. 6 Karar Agaci Algoritmalari.

Karar . Agacg
. s e Lo | ol A
Agaglar Gelisim Sireci Veri Tipi ¢a |§_ma tgan .ga; Dallanma
; Mekanizmasi Modeli L
Algoritmasi Kriteri
Bagimli degisken nicel | Agacta - Bagimi Gruplar arasi
(aralikl/ oransal), sadece ikili o .
M .. e degisken nicel | kareler
AID Morgon ve bagimsiz degisken bélinmeler oldugu icin toplami
Algoritmasi Sonquist-1964 | kategorik olur. Yani ikili Ul p .
A . N regresyon kriterini
(nominal/ordinal) agaglar .
agaci olusur. kullanir.
olmalidir. olugturur.
Bagimli
degisken
Bagimh strekliise F
sagmidegisien | L ke, | nominalse
CHAID Gordon kategorik veya surekli, grup . & ! .
. . .. ayrilir. Yani siniflama Pearson ki-
Algoritmasi V.Kass-1980 bagimsiz degisken . . N ) L
. ¢oklu agaglar | agaci; surekli kare testini-
kategorik olmalidir. . S
olusturur. ise regresyon ordinal ise en
agaci olusur. ¢ok olabilirlik
testini
kullanir.
Bagiml
. Bagimli deg|§ker1 .
M .. Agacta o kategorik ise,
. Bagimli degisken . degisken L
Breiman, kategorik veya surekli sadece ikl kategorik ise Gini ya da
CART Friedman, g . ¥ boltinmeler & ’ Twoing kriteri,
. olabilir. Bagimsiz o | siiflama .
Algoritmasi Olshen ve degisken cesidi avrmi olur. Yani ikili agacr: sirekli bagimli
Stone-1984 o§t§ur sesidi ay agaglar isge re’ resvon degisken
¥ ’ olusturur. . gresy strekli ise EKK
agaci olusur. . .
yontemi
uygulanir.
Agag ¢oklu Ba§'|m||
. . degisken e
Bagimli ve bagimsiz alt gruplara . Kazang olgltiu
D3 . .. K kategorik L
. Quinlan-1986 degiskenler ayrilir. Yani o . kriterini
Algoritmasi o . oldugu igin
kategoriktir. ¢oklu agaclar kullanir.
siniflama
olusturur. M
agaci olusur.
Agacta Ezgiml:leln ileriye ve
Bagimli degisken ikili sadece ikili sl s 'y o
Jerome H. . . - e kategorik ise, geriye dogru
MARS . veya sirekli olabilir. boltinmeler
. Friedman- . .. o | siiflama adim
Algoritmasi Bagimsiz degisken olur. Yani ikili . N . .
1991 . N agaci; strekli algoritmalari
cesidi ayrimi yoktur. agaglar .
ise regresyon kullanihr.
olusturur.

agaci olusur.

Kaynak : (Saitoglu Sevimli, 2015).
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Cizelge 2. 1. 6 Karar Agaci Algoritmalari (devam).

Karar Agaglan e - Calisma Olusan Agag Agag Dallanma
Algoritmasi Gelisim Sureci Veri Tipi Mekanizmasi Modeli Kriteri
Bagimli
Bagimli degisken Bagimh degisken;
kategorik veya Agag coklu alt degisken strekliise F
Exhaustive . . surekli, bagimsiz gruplara ayrilir. | kategorik ise, | testini, nominal
Biggs, de ville .. . . .
CHAID degisken Yani ¢oklu siniflama ise Pearson ki-
. ve Suen-1991 . N . . . .
Algoritmasi kategorik agaclar agaci- surekli | kare testini,
(nominal/ordinal) | olusturur. ise regresyon | ordinal ise en
olmalidir. agaci olusur. cok olabilirlik
testi kullanilir.
Bagimli .deg|§ken Agac coklu alt Ba§|mll
kategorik , degisken
. gruplara ayrihr. . Kazang orani
Cc4.5 . bagimsiz . kategorik o
. Quinlan-1993 o . Yani goklu . kriterini
Algoritmasi degiskenler ise . oldugu igin
) agaclar kullanir.
kategorik veya siniflama
. . I olusturur. M
surekli olabilir. agaci olusur.
Bagimli 'deg|§ken Agac coklu alt Ba§'|m||
kategorik , degisken
o gruplara ayrilir. . Kazang orani
C5.0 . bagimsiz . kategorik L
. Quinlan-1993 o . Yani ¢oklu o kriterini
Algoritmasi degiskenler ise . oldugu igin
. agaglar kullanir.
kategorik veya siniflama
. . I olusturur. N
surekli olabilir. agaci olusur.
Bagimli 'deglsken Agac coklu alt Bagfmh
Mehta kategorik, ruplara ayrilir degisken
sLIQ ! bagimsiz g p yrir. kategorik Gini kriterini
. Agarwall ve o Yani ¢oklu o
Algoritmasi ) degiskenler . oldugu igin kullanir.
Rissanen-1996 . agaclar
kategorik veya siniflama
. . I olusturur. M
surekli olabilir. agaci olusur.
Bagimli 'deglsken Agac coklu alt Bagfmh
Shafer kategorik, ruplara ayrilir degisken
SPRINT ! bagimsiz g p yrir. kategorik Gini kriterini
Algoritmasi Agarwall ve degiskenler Yani goklu oldugu igin kullanir
g Mehta-1996 sls ) agaglar Bulc ’
kategorik veya siniflama
. . I olusturur. M
surekli olabilir. agaci olusur.
Bagimli degisken Bagimli Bagimh
kategorik , degiskeni degisken Kuadratik
QUEST Loh ve Shih- bagimsiz sadece ikiye kategorik diskriminant
Algoritmasi 1997 degiskenler boler. Yani ikili oldugu igin analizini
kategorik ,veya agaglar siniflama kullanir.
surekli olabilir. olusturur. agaci olusur.

Kaynak : (Saitoglu Sevimli, 2015).

2.2 Karar Agaci Boliinme Kurallar

Yukaridan-Asagiya teknigi genellikle greedy yaklasimla yapilir. Bu yaklasim, her
asamada opsiyonel olarak bazi kriterlere gore dallara ayirma islemini yapmaktadir.
Bu, hesaplama yoninden kolaylk saglasa da, her zaman optimum olmayabilir.

Dallara ayirma islemi yapilirken hangi degiskene test kosulunun uygulanacagi, en iyi
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bolliinmeyi saglayacak hangi kriterlerin kullanilacagl ve boélinmenin ne zaman
sonlandirilacagl gibi konulari géz 6niinde bulundurulmasi gerekmektedir. Dallara
ayirma islemi yapilirken hangi degiskenin secildigi oldukca énemlidir. Bu degiskeni
secmek icin kullanilan kriterler; Entropi, Bilgi kazanci (Information gain) ve Gini

katsayisi (Akman, 2010) olarak sayilabilir.

2.2.1 Entropi

Entropi; bilgi ile baglantili olup, rastgele degiskenin belirsizliginin 6lctilmesinde
kullanilan bir ol¢it olup, 0-1 arasinda deger almaktadir. Deger 1'e yaklastikca
belirsizlik artmaktadir. Belirsizligin azaltiimasi icin veri ile ilgili daha fazla bilgiye
ihtiya¢ vardir. ID3, C4.5 ve CART algoritmalari en iyi ayirici 6zellige sahip degiskeni
bulmak i¢in entropiden faydalanir (Akman, 2010). Entropisi az olan degisken daha

¢ok bilgi icermektedir.

p;, bir D veri setindeki bir gézlemin i sinifina ait olma olasiligi olsun. Bunun (zerine

beklenen entropi 2.2.1 esitligi ile hesaplanmaktadir.

E(D) = — Xz pilog,(pi) (2.2.1)

12



2.2.2 Bilgi Kazanci

Bilgi kazancini hesaplayabilmek i¢in uygun bélinme noktasinin belirlenmesi ¢ok
onemlidir. Bilgi kazanci en yliksek degisken en iyi dallanmayi saglayacak degiskendir.
Bu nedenle bolinmeye o degiskenden baslanir (Akman, 2010). Bilgi kazanci degeri,
0 ile 1 arasindadir. D veri setindeki X degiskeninin n tane boélinmeye sahip olmasi

durumunda, X degiskenine ait bilgi kazanci (2.2.2) esitligi ile hesaplanmaktadir.
Bilgi Kazanci(D,X) = E(D) — X}~ p(D)E(D;) (2.2.2)

2.2.3 Gini indeksi

Gini endeksi, hedef niteligin degerlerinin olasilik dagilimlari arasindaki farki élcen
karisiklik temelli kriterdir (Maimon ve dig, 2010). Bir baska deyisle Gini endeksinde,
bir digum bolinmesi sirasinda karisikligi en iyi sekilde azaltacak boliinme

hesaplanir. Digum icin de karisiklik 6l¢liti (measure of impurity) hesaplanmalidir.

D veri setinde n sinif bulunuyorsa ve p; i sinifina ait goérilme sikhigi olmak Uzere

safsizlik 6l¢litl (2.2.3.1) esitligi ile hesaplanmaktadir.

Gini(D) =1— Y, p? (2.2.3.1)

X degiskeni icin D veri setinde D, ve D, seklinde iki béliinme oldugu durumda ise X

degiskeni icin Gini indeksi (2.2.3.2) esitligi ile hesaplanmaktadir.

Gini (D) = % Gini(D,) + % Gini(D,) (2.2.3.2)

X degiskenine gore yapilan ikili bolinme ile olusan gini ise (2.2.3.3) esitligi ile

hesaplanmaktadir (Gimustas, 2019).

AGini(X) = Gini(D) — Giniy (D) (2.2.3.3)

13



3. TOPLULUK OGRENMESi

Son yillarda makine 6grenmeye artan ilgi ile birlikte ¢oklu siniflandirma sistemleri
olarak adlandirilan topluluk sistemleri poplilerlik kazanmaya baslamistir. Makine
6grenmesinde topluluk 6g8renmesi (Ensemble Learning), elde edilen sonuglar
neticesinde performansin arttirilmasi amaciyla farkli 6grenme algoritmalarinin
birlikte kullanilmasini ifade etmektedir. Topluluk 6grenmesinin gercek hayattaki
uygulamalari, problemleri cok yonli ele almasi ve ¢oziimlemesi ile 6n plana
cikmaktadir. Bu konudaki calismalar; bir hastaligin teshisinde doktorlarin ortak tani
koymasi, bir kisinin kendi hastaligi ile ilgili birden fazla doktordan géris almasi, bir
GrGniln satin alinmadan 6nce kullanici yorumlarinin okunmasi, bir firmanin stratejik
karar alma asamasinda kurullarina danismasi ve sonuglarin ortak oylama ile alinmasi
ornek olarak gosterilebilir. Sonug olarak, topluluk 6grenimi, dogru karari alabilmek
icin, karar verme slrecinde farkh distinceleri de degerlendirerek nihai diisiinceyi

karara baglamaktadir (Akpinar, 2014; Zhang ve dig, 2012).

Topluluk metotlari, ayni problemi ¢ézmek icin birden fazla 6greniciyi (multiple
learner) egitmektedir. Bir 6greniciyi egitim verisinden kurmaya calisan siradan
Ogrenici yaklasimlarinin aksine, topluluk metotlari bir dizi 6greniciyi (learner)

olusturmaya ve onlari birlestirmeye ¢alisir (Zhou, 2012).

Bir topluluk yapisi, temel Ogreniciler olarak adlandirilan bir grup 6greniciyi
icermektedir. Temel 6greniciler genellikle egitim verilerinden karar agaclari, sinir
aglari veya diger tir 6grenme algoritmalari olabilen temel 6grenme algoritmalari
tarafindan olusturulmaktadir. Cogu topluluk metotlari, homojen temel 6greniciler
Uretmek icin temel bir 6grenici algoritmasi kullanir, diger bir ifadeyle, homojen
topluluklara giden ayni tir 06grenicilerden olusur. Benzer sekilde farkl tir
Ogrenicilerin olusturmus oldugu heterojen 6greniciler de mevcuttur. Yani, heterojen
Ogrenicileri Gretmek icin coklu 6grenme algoritmalari kullaniimakta ve bu durum tek

bir 6grenme algoritmasi ile olmamaktadir. Bir toplulugun genelleme yetenegi
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genellikle temel 6greniciden daha gucliudir. Topluluk yontemleri, rastgele bir
tahmine gore, biraz daha iyi olan zayif 6grenicilerinden kesin tahminler yapabilen
glicli 6grenicilere yikseltebilme 6zelligine sahiptir. Bu sebeple, temel 6greniciler
zayif 6greniciler olarak da adlandirilir. Arastirmacilar genellikle zayif 6greniciler
Uzerinde calismakta ve performansi zayiftan glcliye vyikseltmek icin glcli
algoritmalar tasarlamaktadirlar. Bunun sonucu olarak Adaboost, Bagging, vb. gibi
topluluk yontemlerinin dogusuna ve gicli bir 6grenici olmak icin, zayif 6grenicilerin
neden ve nasil arttirabilecegi hakkinda teorik anlayis gelistiriimesine yol agmistir

(zhou, 2012).

Sekil 3.1’de yaygin olarak kullanilan topluluk 6grenme yapisi gérilmektedir. Burada
veri seti, test ve egitim veri seti olmak Uzere ikiye ayrilmistir. Daha sonra birgok
Ogrenici her iki veri setine uygulanarak daha glicli Ogrenicilerin elde edilmesi
amaclanmistir. Elde edilen oylama sonucunda da en iyi tahmine ulasilmak

istenmektedir.

¥ SRR T

=

Egitim Veri ‘

‘\-u..,_‘_‘_______,_,__f

9] (Sonuglarn

VeriSeti P o Birlestirilmesi)

e

TestVeri 0

‘\..\________.__,.-’

Sekil 3. 1 Yaygin Bir Topluluk Ogrenmesi Yapisi.
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1990’larda, iki 6ncl calisma ile topluluk 6grenme yontemleri cok 6nem kazanmistir.
Bunlardan ilki, Hansen ve Salamon’un 1990 yilinda vyaptiklari calismadir. Bu
arastirmada, bir dizi siniflandirici kombinasyonu tarafindan yapilan tahminlerin, en
iyi tek siniflandirici tarafindan yapilan tahminlerden daha dogru oldugu tespit
edilmistir. Schapire’in 1990 vyilindaki zayif Ogrenicilerin giglii  6grenicilere

ylkseltilebilecegin kanitladig calisma ise diger 6nemli arastirmadir (Zhou, 2012).

Topluluk 6grenmelerinde gicli 6grenicilerin kullanilmasi tercih edilir fakat bu
Ogrenicileri, zayif 6grenicilere gore elde etmek gli¢c ve zordur. Bu yontem vasitasiyla
zayIf 6grenicilerden gliclii 6greniciler Gretmek daha kolay olmaktadir. Genel olarak
topluluk, temel 6grenicileri Gretme ve sonrasinda onlari birlestirme asamalarindan
olusmaktadir. iyi bir topluluk elde etmek icin, temel dgrenicilerin miimkiin oldugu
kadar dogru ve cesitli olmasi gerektigine inanilmaktadir. Bir topluluk olusturma
islemi maliyetinin tek bir 6greniciyi olusturma maliyetinden daha biytk olmadigini
belirtmekte fayda vardir. Bunun nedeni, tek bir 6grenici kullaniimak istendiginde,
model secimi veya parametre ayari (parameter tuning) icin genellikle 6grenicinin
birden fazla versiyonunun olusturulmasi gerekmektedir. Temel &grenicileri
birlestirmenin hesaplama maliyeti, ¢cogu kombinasyon stratejisinin basit olmasi

nedeniyle genellikle kiiciik olmaktadir (Zhou, 2012).
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Herhangi bir siniflandirma hatasi, kontrol edilebilen iki bilesenden olusmaktadir.
Yanhlik (Bias), siniflandiricinin dogrulugunu; varyans ise, farkli egitim setlerinde
calisildiginda siniflandiricinin hassasiyetini gostermektedir. Bu iki bilesen arasinda
ters oranti vardir. Sekil 3.2’de gorildigl Gzere, disik varyansa sahip olan
siniflandiricilar yiksek dogruluk gosterirken, disik hatali siniflandiricilar yiiksek

sapma egilimi gostermektedir.

Diigiik Varyans Yiiksek Varyans

Diigiik Yanhhik

Yiiksek Yanhlik

Sekil 3. 2 Yanllik ve Varyans Hatasl.
Kaynak : (Dixit, 2017)
Ortalamanin  yumusatici  (varyans dlsirict) etkisi  oldugundan, topluluk
sistemlerinin amaci da, nispeten belirlenmis ya da benzer hatali birkag¢ siniflandirici

olusturarak, bu siniflandiricilarin verilerini bir araya getirip ortalamasini tespit

ederek, varyansini disirmektir (Zhang ve Ma, 2012).
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Sekil 3.3’de yanhlik ve varyans hata dengesi arasindaki iliski gdsterilmistir. Burada
toplam hata, yanlihgin karesinin varyans ile toplamina esittir. Ayrica yanlihgin karesi

ile varyans arasinda ters oranti s6z konusudur.

Tahmin Hatasi

-» Eksik Uyum (Yiiksek Yanhhk) Gk Agsin Uyum (Yiiksek Varyans)
- n lyi Mode|

Toplam Hata

/ 'Va ryans

.
>

Model Karmasikligi

Sekil 3. 3 Yanlilik ve Varyans Hatasi Dengesi.

Kaynak : Bircok kaynaktan esinlenilmistir.
3.1 Topluluk Elemanlarinin Birlestirilmesi

Herhangi bir topluluk sisteminin son adimi, her bir siniflandiriciyr birlestirmek igin
kullanilan sistemler bitinldir. Bu adimda kullanilan strateji, topluluk Gyeleri olarak
kullanilan siniflarin tiiriine bagh olmaktadir. Ornegin; destek vektdr makineleri gibi
bazi siniflandiricilar, sadece kesikli deger siniflandirma sonuclarini saglamaktadir. En
yaygin kullanilan birlestirme kurallari; basit cogunluk, agirliklandiriimis cogunluk

oylamalari ve ¢cogunluk oylamalarini takip eden Borda count yontemidir.
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Cok katmanl algilayicilar ya da Naive Bayes gibi diger siniflandiricilar ise
siniflandiricinin her bir sinifa verdigi destek olarak da yorumlanan siirekli deger
veren sinifa 6zgl sonuclar saglamaktadir. Oylama temelli yaklasimlara ek olarak,
aritmetik (toplam, sonug, ortalama, vb) birlestiriciler ya da daha karmasik karar
modelleri gibi siniflandiricilar icin bir dizi secenek mevcuttur. Egitim tamamlandiktan
sonra bu birlestiricilerin bircogu hemen kullanilabilirken, daha karmasik algoritma

kombinasyonlariicin ek egitim asamalari gerekebilmektedir (Zhang ve Ma, 2012).

Lojistik regresyon siniflandiricisi, destek vektér makineleri siniflandiricisi, rastgele
orman siniflandiricisi, k-en yakin komsuluk siniflandiricisi, Naive Bayes siniflandiricisi
gibi siniflandiricilardan daha da iyi bir siniflandirici olusturmanin en basit yolu, her
siniflandiricidan elde edilen tahminlerin toplanarak, en ¢ok oyu alan sinifi tahmin
etmektir. Bu yontemle elde edilen c¢ogunluk oyu siniflandiricisi, zor oylama
siniflandiricisi olarak adlandirilir ve ¢cogu zaman topluluktaki en iyi siniflandiricidan
daha yiksek bir dogruluk elde edebilmektedir. Bunun nedeni, her bir siniflandiric
zayif bir Ogrenici olsa bile, yeterli sayida zayif 6grenicinin olmasi durumunda

toplamda yiksek dogruluk elde edilebilmesidir.
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Cogunlugun oylamasi siniflandiricisina 6rnek sekil 3.1.1’de gosterilmistir. Bes farkli
siniflandirma algoritmasinin iretmis oldugu ciktilardan dért siniflandiricinin “1” ve
bir siniflandiricinin “2” ¢iktisini verdigi bir durumda, ¢cogunlugun oylamasi (majority
vote) ozelligi neticesinde “1” degerinin oylandigl, yani secildigi goriilmustir. Topluluk
yontemleri, algoritmalar birbirinden bagimsiz oldugunda en iyi sonucu vermektedir.
Farkh siniflandiricilari elde etmenin bir yolu, onlari ¢ok farkli algoritmalar kullanarak
egitmektir. Bu sekilde, farkh tirden hatalar yapma olasiliklari arttirilir ve bunun

neticesinde grubun dogrulugu arttinhr (Kirgicek, 2019).

Lojistik
Regresyon

O O

Rastgele
Orman

EED

O O O
©//

Sekil 3.1. 1 Cogunlugun Oylamasi Topluluk Siniflandiricisi.

Topluluk 6grenmesi, gelismis siniflandiricilar yaratmak amaciyla, bir dizi disik
performansh siniflandiricilari birlestiren kompozit bir modeldir. Topluluk makine
ogrenme yaklasimlari temel olarak bagging, boosting ve stacking olmak Uzere li¢
baslikta toplanmaktadir ve bu sekilde bireysel veya temel siniflandiricilardan daha
fazla dogruluk saglanmaktadir. Topluluk 6grenmesi, bagging yaklasimi kullanarak

varyansi, boosting vyaklasimini kullanarak vyanliigl (bias) azaltirken, stacking
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yaklasimini kullanarak da dogru tahmin edebilme olasiligini arttirmaktadir (Navlani,

2019). Sekil 3.1.2’de topluluk 6grenme yaklasimlari gosterilmistir.

Topluluk Ogrenmesi

Stacking

Boosting

Ornegin; Rastgele Ornegin; Gradient

Orman

Boosting )
orman ve lojistik
regresyonun

v & birlestiriimesi
AginUyumla (1 AsinUyum
Miucadele Eder Gaosterir

U

o Q)
Dahadogru ve
saglam modeller

@ Varyans Distrar Yanlhgi ve
Varyansi Dugurar

2 a Birbirinden
L e A Ardigik Siniflayici bagimsiz zayrf
Siniflayicilar . ¥ @ _gl ,I, .
gy ogreniciler

Sekil 3.1. 2 Topluluk makine 6grenme yaklasimlarinin genel ¢cergevesi.
3.2 Stacking

ilk popiiler yontemlerden biri olan Stacking (Stacked Generalization); bir 6greniciyi,
bireysel 6grenicileri birlestirmek icin egitildigi genel bir prosediirden olusmaktadir.
Bireysel 6greniciler birinci seviye 6greniciler olarak adlandirilirken; birlestirici, ikinci
seviye Ogrenici veya meta 0grenici (meta learner) olarak adlandiriimaktadir. Temel
fikir, birinci seviye Ogrenicileri, orijinal egitim veri setini kullanarak egitmek ve
sonrasinda ikinci seviye 6grenicileri egitmek icin yeni bir veri seti olusturmaktir.
Orijinal etiketler (orjinal labels) yeni bir egitim setinin etiketleri olarak goriliirken,

birinci seviye 0Ogrenicilerin ciktilari girdi o6zellikleri olarak gorilmektedir. Birinci
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seviye ogreniciler, genellikle farkli 6grenme algoritmalari uygulanarak Uretilmekte
ve bu nedenle, stacked topluluklar genellikle heterojen bir yapida olmaktadir.
Benzer sekilde homojen stacked topluluklar da Uretilebilmektedir (Zhou, 2012).
Stacking, egitim asamasinda birinci seviye kullanicilardan Uretilen yeni bir veri
setinin olusturulmasi gerekmektedir. Birinci seviye 6greniciyi egitmek icin kullanilan
tiim veriler, ikinci seviye 6greniciyi de egitmek amaciyla kullaniliyorsa, asiri uyum
riski ortaya cikacaktir. Bu nedenle, yeni veri setini olusturmak icin kullanilan
gozlemler, birinci seviye Ogrenenler icin egitim 6rneklerinden c¢ikarildigi ve bir
capraz dogrulama veya bir kez disarida birakma prosediri (leave-one-out) siklikla

onerilmektedir (Zhou, 2012).

Sonug olarak Stacking, coklu temel siniflandirma modelleri tahminlerini yeni bir veri
kiimesinde birlestiren bir topluluk 6grenme teknigidir. Bu yeni veri, baska bir

siniflandirici igin giris verileri olarak degerlendirilir (Navlani, 2019).

3.3 Bagging

Bagging, Bootstrap Aggregating teriminin kisaltilmis hali olup, Breiman tarafindan
1996 yilinda bulunmustur. Bagging, adindan da anlasilacagi gibi iki ana maddesi,
boostrap (6nyiikleme) ve aggregation (toplama) birlesiminden olusmaktadir (Zhou,

2012).

Bagging, temel 6grenicilerin ciktilarini toplayarak, siniflandirma icin oylama ve
regresyon icin ortalama alma gibi en popdller stratejileri benimsemektedir (Zhou,

2012).
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Sekil 3.3.1’de Bagging yonteminde modellerin paralel kuruldugu gorilmektedir.

Veri Seti

L ! ]

Model 1 Model 2 Model 3
Birlegstirilmis
Tahmin

Sekil 3.3 1 Bagging Yapisi.
Kaynak : (Dixit, 2017).
Bagging temelde;
® Bootstrapping
® Toplulastirma veya model uyumu
® Farkh modellerden gelen tahminlerin birlestirilmesi
olmak tzere 3 asamadan olusmaktadir (Dixit, 2017).

Orijinal veri setinden elde edilen bootstrap 6rneklerine tahmin ediciler uygulanarak
bir topluluk olusturulur. Sonrasinda problemin niteligine gére tahminler birlestirilir.
Bootstrap; iadeli olarak veri setinden rastgele secimler yapip alt 6rneklemler
olusturur. Fakat bu alt 6rneklemler orijinal veri setindeki sayilar ile aynidir. Bu
nedenle bazi gézlemler bootstrap yontemi ile olusturulan alt 6rneklemlerde birden
fazla yer alirken bazilar hi¢ yer almayabilir. Baska bir deyisle bagging siirecinde, N

tane orijinal veri setinden iadeli olarak bootstrap yeniden drnekleme yontemi ile k
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tane gozlem secilir ve bu islem 6grenici sayisi kadar devam ettirilir. Sonrasinda ayni
ogreniciler kullanilarak m tane model kurulur. Kurulan bu modeller neticesinde
tahminler yapilir. Eger islem, siniflandirma problemi ise tahminlerin ¢cogunlugun
oylamasi, regresyon problemi ise tahminlerin ortalamasi alinarak nihai tahmin

belirlenerek islem sonlandirilir.

Bagging’de farklh bir algoritma setini elde edebilmek icin, her tahminde ayni egitim
algoritmasini kullanmak; fakat bunlari egitim setinin farkli rastgele alt kiimelerine
ayirarak egitmektedir. Bu yontem, 6rnekleme degistirerek yapildiginda bagging;
ornekleme degistirmeden yapildiginda ise pasting adini almaktadir. Hem bagging
hem de pasting’de egitim orneklerinin birden fazla algoritmada birka¢ kez
orneklenmesi saglanir; fakat sadece bagging’de ayni belirleyici icin birka¢ kez
orneklenmesi saglanir. Tim algoritmalar egitildikten sonra, topluluk yontemi geregi
tiim tahminler toplanip yeni bir durum icin tahmin yapilir. Siniflandirma icin yapilan
toplama islemi istatistiksel merkezi egilim o6l¢tlerinden biri olan mod ile, regresyon
icin ise aritmetik ortalama tercih edilmektedir. Her bir bireysel algoritma, orijinal
veri setinde egitildigi icin daha yiksek yanhliga (bias) sahiptir; fakat birlestirme

yapilirken hem varyansin hem de yanlihgin degeri azalmaktadir (Kircicek, 2019).

3.3.1 Rastgele orman

Rastgele Orman (Random Forest), 2001 yilinda Breiman tarafindan bulunmus olup,
en gelismis topluluk yéntemlerinin birisidir. Rastgele orman, Bagging’in genisletilmis
hali olup, ikisi arasindaki en buyilk fark, rastgele hale getirilmis 6zellik seciminin

birlestirilmesidir (Zhou, 2012).

Rastgele Orman, “siniflandirma” olarak adlandirilan kategorik degiskene karsilik ya
da “regresyon” adi verilen sirekli degiskene karsilik kullanilabilecegi gibi kestirim

degiskeni ya kategorik ya da stirekli olabilmektedir (Zhang ve dig, 2012).
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Rastgele Orman, hem regresyon hem de siniflandirma problemlerine uygulanabilen
onemli makine 6grenmesi modellerinden biridir. Basarili bir rastgele ormanin
Uretilebilmesi icin temelinde ¢ok iyi olusturulmus, isabetli sorular soran ve tahminler
yapabilen iyi bir karar agacinin olmasi gerekmektedir. Fakat karar agaclarinin en
onemli problemi asiri 6grenme ve veriyi ezberlemesidir. Rastgele orman problemini
¢6zebilmek icin hem veri setinden hem de 6znitelik kiimesinden yuzlerce farkl alt
setler secilerek, egitilmesi gerekmektedir. Bu yontemle yizlerce karar agaclari
olusturulmakta, her biri bireysel tahmin yapmaktadir. Eger problem bir regresyon
ise karar agaclarinin tahminlerinin ortalamasinin, eger siniflandirma ise tahminler
arasinda en c¢ok oy alanin secilme isleminden olusur. Ayrica rastgele orman
modelinde farkh veri setleri lzerinde calisildigindan asiri 6grenmenin veya asiri
uyumun azalmasinin sonucu olarak varyans da azalis gosterir. Boostrap yontemi ile
olusturulan alt veri kiimelerinde aykiri degerlerin olmasi sansi da duslrilmus
olacaktir.  Rastgele orman modelinde 6znitelikler de ¢ok 6nemlidir; ¢lnki
Oznitelikler, bagimh degiskendeki varyansin aciklanmasina ne kadar katki yaptigini

gostermektedirler (Simsek, 2019).
islemsel agidan bakildiginda, rastgele orman oldukca cazip olmasinin

e Hem regresyon hem de (¢ok sinifli) siniflandirmayi kolaylikla ele almasi,
e Egitmek ve tahmin etmek icin nispeten daha hizli olmasi,

e Sadece bir veya iki parametre ayarina bagl olmasi,

e Genellestirilmis model hatasini tahmin etmesi,

e Cok boyutlu problemlerde kullanilabilir olmasi,

e Paralel olarak kolaylikla uygulanabilmesi

gibi nedenlere dayanmaktadir (Zhang ve dig, 2012).
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istatistiksel olarak, rastgele orman;

e Degiskenlerin 6nem dizeyi,
o Sinif agirhgi,

e Kayip deger atama,

e Gorsellestirme,

o Aykiri deger tespiti,

e Denetimsiz 6grenme
gibi ek 6zellikler bakimindan da ¢ekicidir (Zhang ve dig, 2012).

Rastgele Orman algoritmasi, bir digimi bolerken en iyi Ozelligi aramak yerine
rastgele ozellikler kiimesi icinde en iyi 6zelligi aramaktadir. Bu da daha iyi bir model
olusturulmasini saglayan disiik varyans ve daha yiksek yanlilik degerinin dogmasina
ve bunun neticesinde de daha blylk bir agac¢ cesitliliginin saglanmasina neden

olmaktadir (Kirgicek, 2019).

3.4 Boosting

Boosting yaklasimi, Schapire tarafindan 1989 vyilinda gelistirilmistir. Freud ve
Schapire (1997) ve Friedman (2001)'in son calismalari bu yaklasimi daha da
gelistirmistir. Boosting, Quinlan'in C4.5 ve C5 arag setlerinin son gelisimi de dabhil
olmak Uzere birgok yaklasima dahil edilmistir. Boosting’in calisma prensibi Bagging’e
benzemekle beraber, Boosting’de, 6rnekleme dabhil edilecek bir gozlemin secilmesi

isleminde, fakli olasiliklarin kullanilmasidir (De Ville, 2006).

Son vyillarda, Boosting algoritmalari veri bilimi veya makine 0grenmesi
yarismalarinda biylik bir popilerlik kazanmistir. Boosting algoritmalari, yiksek
hassasiyetli (veya giiclii) modeller olusturmak icin diisiik hassasiyetli birka¢c modeli
birlestirmektedir. Kredi, sigorta, pazarlama ve satis gibi c¢esitli alanlarda

kullanilmaktadir. AdaBoost, Gradient Boost ve XGBoost gibi algoritmalarin
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gliclendirilmesi, veri bilimi yarismalarini kazanmak icin yaygin olarak kullanilan

makine 6grenme algoritmalaridir (Navlani, 2019).

Boosting’in amaci, hedefi tahmin ederken iyi performans gosteren bir gdzlemi
secme olasiligini arttirmaktir. Bir gdzlemin bir hedefi ne kadar iyi tahmin edeceginin
degerlendirmesi, bir gozlemin tahmin edilen sonuclarinin gercek sonuclarla

karsilastirilmasina bagli olmaktadir (De Ville, 2006).

Boosting terimi, zayif ogrencileri gicli 68rencilere donistiirebilen algoritmalar
ailesini ifade etmektedir. Zayif bir 6grenici rastgele bir tahminden biraz daha iyi
olurken; ancak gicli bir 6grenici mikemmel performansa cok yakin olmaktadir.
Kisacasi boosting, bir dizi 6greniciyi sirasiyla isleyen ve tahmin icin onlari birlestiren
calisma prensibine dayanmaktadir. Boosting’de sonraki 6greniciler, 0Onceki
Ogrenicilerin sekil 3.4.1’deki gibi hatalarina daha ¢ok odaklanmaktadir (Zhou, 2012).
Bu durum, birka¢ zayif 6greniciyi daha glgli 6greniciler haline getirmektedir.
Boosting algoritmalarinin genel fikri, sonraki her modelin kendinden dnceki hatalari

diizeltmeye calistigi siniflandiricilari sirasiyla deneyerek sonuca ulasmaktir (Borges,

2019).
Veri Seti
e 0 Model e @ Meodel o 0 Maodel
:.... Egitim :'. @ Eiit ' :‘. ®
e g0 = - oge — - .08 )
.. .... .. .... .. ....
! see
—8
e
Tahmin

Sekil 3.4 1 Boosting Akis Diyagrami.

Kaynak: (Bigml, 2019).
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Boosting algoritmasi baslangicta tek bir model (iretmektedir, daha sonra dogru
cevabin verilmedigi bolgelerde ornekler ve agirliklar arttirilarak ikinci bir model
olusturulur. ikinci model, birinci modelin basarisiz oldugu &6rneklere daha ¢ok
odaklanarak, bu modelin basarisiz oldugu bélgelerde, 6rneklerin agirliklari tekrar
arttirilmasi suretiyle, tGglinci model tanitilir ve islemler bu sekilde devam eder.
Bilinmeyen bir durum icin c¢ikti, agirhkli ortalama vasitasiyla verilmektedir. Her
modelin agirhgi, performansindan hesaplanarak elde edilir. Model ne kadar iyi

olursa, agirlik o kadar buyulk olacaktir (Jankowski ve dig, 2011).

Boosting, temel siniflayicilarin siniflandirilmasi zor olan 6rneklere odaklanmalari igin
egitim orneklerinin dagihimini  uyarlamali olarak degistirmek icin kullanilan

tekrarlamali bir prosediirden olusmaktadir. Egitim o6rneklerine atanan agirliklarda :

e Qrijinal veriden bir dizi bootstrap 6rnegi almak icin 6rnekleme dagilimi
olarak,
e Temel siniflayici (base classifier) vasitasiyla, yliksek agirlikli 6rneklere dayali,

yanh olunan bir model 6grenmek icin
kullanilabilmektedir (Pang ve dig, 2014).

Boosting’de, egitim setinin 6rnekleme dagilimini belirlemek icin o6rneklerin
agirliklarini kullanan bir algoritma agiklanmaktadir. Baslangigta, egitim icin esit
secilme olasiligi icin, orneklere esit agirliklar atanir. Yeni bir egitim veri seti elde
etmek icin egitim 6rneklerinin érnekleme dagilimina gore bir 6rneklem belirlenir. Bir
sonraki adimda, egitim setinden bir siniflandirici uyarilarak ve orijinal verilerdeki
tiim ornekleri siniflandirmak icin kullaniimaktadir. Daha sonra, egitim setinden bir
siniflandirici atanir ve orijinal verilerdeki tim 6rnekleri siniflandirmak icin kullanilir.
Egitim orneklerinin agirliklari, her bir boosting turunun sonunda glincellenerek,
yanlis siniflandirilmis 6rneklerin agirliklari artarken, dogru siniflandiriimis 6rneklerin
agirliklart azalmaktadir. Bu durum, siniflandirictyi, sonraki tekrarlamalarda

siniflandirilmasi zor olan 6rneklere odaklanmaya zorlamaktadir. Boosting turlari

28



devam ettikce, siniflandiriilmasi en zor olan oOrnekler daha yaygin hale gelme
egilimindedir. Son topluluk, her bir boosting turundan saglanan temel

siniflandiricilarin kiimelenmesi ile elde edilmekedir (Pang ve dig, 2014).

Boosting asamalari sekil 3.4.2" de genel hatlari ile gosterilmistir.

Egitim Ornekleri

) &

Ornek 2 41’ Ornek N
g J _ .

Model N

J

Tahmin N

l J l

liklandirihir

Veri Seti - ’ Ornek 1

=
o
o
o
(=
B Ornek Agir
<
o
“ &
~
N Ornek Agirliklandirnilir

Test Verisi Tahmin1 |

M=

m

Sekil 3.4 2 Boosting Asamalari.
Kaynak : (Dixit, 2017).
Burada;

e jlk 6nce egitim veri setinden rastgele érnekler olusturulur.

® Bu ornek icin bir siniflayici 6rnegin Model 1, egitilir ve tim egitim seti test

edilir.

® Her bir o6rnek tahmini icin hata hesaplanir. Eger 0Ornek yanhs

siniflandiriimissa, o 6rnek icin agirhk arttirilir ve baska bir 6rnek olusturulur.
® Sistemden yliksek dogruluk elde edilene kadar

bu islemler tekrarlanir (Dixit, 2017).
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Boosting algoritmalari
e AdaBoost

e Gradient boosting modeli

e XGBoost
o Light GBM
e (CatBoost

yontemlerinden olusmaktadir.

Topluluk 6grenme yodntemlerinden Bagging ve Boosting’de isleyisi sekil 3.4.3

gosterilmistir. Burada egitim asamasinda Bagging icin model olusturulmasi paralel

olmasina ragmen yani her bir model bagimsiz olarak olusturulurken, Boosting de ise

yeni 6grenicileri ardisik (sequential) olarak olusturmaktadir. Rastgele orman paralel

topluluk 6grenmelerine, Adaboost ardisik topluluk 6grenmelerine ornek olarak

verilebilir.
Tek Siniflayici Bagging Boosting
..
® -
«@
® | -
Rt
-
® -

Tek Yineleme

Paralel

Sekil 3.4 3 Bagging ve Boosting isleyis Mekanizmasi.

Kaynak : (Navlani, 2019).
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Boosting, Bagging’den daha disiik hata oranlari gosteren bir siniflandirma
algoritmasidir. Karar agaclarinin siniflandirma icin etkili oldugu veri setlerinde

boosting, siniflandirma oranlarini biraz daha iyilestirmektedir (Garrido, 2019).

3.4.1 Gradient Boosting algoritmasi

Gradient Boosting, Friedman tarafindan 2001 yilinda tanitilan gigli bir makine
ogrenme teknigidir. Gradient Boosting, bir tahmin modelinde, genellikle karar
agaclari gibi zayif tahmini modellerin topluluk formunu lreten, regresyon ve
siniflandirma problemleri icin bir makine 6grenme teknigi olarak tanimlanmaktadir.
Gradient Boosting, temeli boosting tekniklerine dayanmaktadir. Boosting yéntemine
dayandigindan sirayla ¢ok sayida zayif 6greniciyi insa etmek ve onlari karmasik bir
modele dahil etmeyi amacglamaktadir. Genellikle Gradient Boosting karar agaclari ile
de birlikte kullanihir ve bu nedenle Gradient Boosted Trees olarak
adlandiriimaktadirlar (Marksfeld,2018). Algoritma, hem regresyon hem de

siniflandirma problemleriicin kullanilir.
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Gradient Boosting Asamalari sekil 3.4.1.1’de gosterilmistir. Bu asamalar;
e Oncelikle ilk veri setinden bir karar agaci olusturulur ve tahmin ile cikti

arasindaki hata bulunur.

® Veri kimesinin 6érnekleri icin yeni cikti degerleri olarak bu hata(ya da artik)

kullanilir.

® Veri setindeki hatalarla birlikte 6rnegin etiketi olarak yeni bir karar agaci
olusturulur ve 6nceki agacin yarattigl hatay! yeniden olusturmak icin agac

egitilir.

e Onceki ¢ikti ve mevcut tahmin arasindaki hata istenilen seviyeye ulasincaya

kadar siirece agac¢ eklenmeye devam edilmesi

adimlarindan olusmaktadir (Dixit, 2017).

\

/
A

\'\
S/
™
b/

e = "-._\_\_(_\_ _'_7_'.-’ | . = oy 1
Esit Onceki | Onceki '
Agirhiklara Hatalarla " Hatalarla
Sahip Veri Etiketlenen Vﬂ Etiketlenw

Onceki
Siniflandirici
atasi

Model 1

Etiket Olarak Hatalari Kullan
Etiket Olarak Hatalari Kullan

Model 3

}
l E2

Tahmin 2 ,O > Tahmin 3
a

Sekil 3.4.1. 1 Gradient Boosting Asamalari.

Kaynak: (Dixit, 2017).
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3.4.2 XGBoost algoritmasi

XGBoost, Extreme Gradient Boosting teriminin kisaltiimis hali olup, temeli gradient
boosting ve karar agaci algoritmalarina dayanan bir makine 6grenme teknigidir.
XGBoost algoritmasinin orijinal hali Friedman tarafindan 2002 yilinda gelistirilmistir
(Dikker, 2017). Sonrasinda Washington Universitesi’'nde iki arastirmaci olan Tiangi
Chen ve Carlos Guestrin tarafindan SIGKDD (Bilgi islem Makinalarinin Bilgi Kesfi ve
Veri Madenciligi Ozel ilgi Grubu Dernegi) 2016 konferansinda makale olarak
sunulmustur ve makine 6grenme dinyasinda ¢ok popiler olmustur (Chen ve

Guestrin, 2016).

XGBoost, oldukca popller bir algoritma olup, Kaggle yarismalarinda c¢ogunlukla
tercih edilen bir algoritmadir. Enerji, finans, saglk v.b. alanda kendine uygulama
alani bulmus olup, hiz ve performans bakimindan diger algoritmalara kiyasla
oldukga avantajli konumdadir. Ayrica XGBoost, yliksek tahmin etme giicline sahip
olup, diger algoritmalardan 10 kat daha hizlidir. Ayrica XGBoost, genel performansi
iyilestiren ve asirt uyum ya da asiri 6grenmeyi azaltan bir dizi regularization

icermektedir.

Gradient boosting, glicli bir siniflandirici olusturmak icin, bir dizi zayif siniflandiriciy
boosting ile birlestiren topluluk yontemidir. Gigcli 6grenici, temel bir 6grenici ile
baslayarak yinelemeli olarak egitilmektedir. Hem gradient boosting hem de XGBoost
ayni prensibi izlemektedir. Aralarindaki temel farklar uygulama detaylarinda
yatmaktadir. XGBoost, farkh regularization teknikleri kullanarak, agaclarin
karmasikhgini kontrol ederek daha iyi bir performans elde etmeyi basarmaktadir

(Patrous, 2018).
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XGBoost acik kaynakli bir yazihm kittiphanesi olup,

e Komut satiri arayiizi (CLI),

o C++ (kGtiphanenin yazildig dil),

e Python arayiizii ve scikit-learning'de bir model,
e Rarayuzil ve “caret” paketindeki bir model

e Julia,

e Scala gibiJava ve JVM dilleri

e Hadoop

gibi platformlari desteklemektedir (Dixit, 2017).

XGBoost algoritmasinda, verilen egitim setinde en iyi parametreleri bulmak ve
modelin performansini 6lcmek icin amag fonksiyonu tanimlanir. Amacg fonksiyonu

(3.4.2.1) esitligi ile gosterilir.
Obj(@) =L(W) + Q(9) (3.4.2.1)

Burada; L, Egitimin kayip fonksiyonu olup, modelin egitim verileri Gzerindeki
Ongorisiint 6lgmektedir (Dixit, 2017) ve kayip fonksiyonun tanimlanmasi ve en aza
indirilmesi gerekmektedir. Q ise Regularization terimini ifade etmektedir. Q,
regularization terimi modelin karmasikligini kontrol etmekte olup, asiri 6grenmeyi

ya da asiri uyumu azaltmaktadir.

Yaygin olarak kullanilan, egitim kaybinin ortalama kare hatasi (3.4.2.2) esitligi ile

hesaplanmaktadir.
L(W) = Xi(yi — §1)? (3.4.2.2)

Baska yaygin olan kayip fonksiyonu, lojistik regresyon icin kayip fonksiyonu (3.4.2.3)

esitligi ile hesaplanmaktadir.

LOW) = ¥i[y;In(1+ e¥)+ (1 — y)In(1 + e¥)]  (3.4.2.3)
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Sekil 3.4.2.1’de sirasiyla grafikler aciklanirsa; birinci grafikte girdiler gosterilmis,
ikinci grafikte cok fazla béliinme noktasinin varligindan dolayi regularization yliksek
cikmustir, tGclincl grafikte yanlis bélinme noktasindan kesildigi icin kayip fonksiyon
ylksektir, son olarak dérdiinci grafikte regularization ve kayip fonksiyonun dengede

oldugu goriulmektedir.

Kullanici ilgisi 4 Kullanici ilgisi

- £ 14
) Voo
> ] . ]
e (¢ ibe 3 & F
' I |
Zaman(t) : I 1 3§ t
t, t: tz ts ts
Cok fazla béliinme vardir. Q(f) yiiksektir
A Kullaniei ilgisi & Kullanici ilgisi
% 3¢ e . S e
> x
=< . >
x X X : << v
- t H t
t. t,
[3<] Yanlhs bolinme noktasidir. L(f) yiiksektir. [~1 Q(f) ve L(f) ideal dengededir.

Sekil 3.4.2. 1 En Uygun Karar Sinirlari.
Kaynak : (Dixit, 2017).

Bir XGBoost modeli egitilirken iyi sonuclar elde etmenin Onemli bir faktori
parametre ayaridir. Model; ilk olarak, XGBoost'un genel olarak ne kadar iyi
performans gosterdigini gozlemlemek icin temel bir model gelistirmekte ve daha
sonra ikinci bir model, sonuglari temel modelle karsilastirarak parametre ayarlama
kullanilarak egitilmesi, olmak lizere iki adimdan olusmaktadir. Parametre ayarlama
esnasindaki yaklasim, genel Gradient Boosting Makine’ye benzemektedir. ilk &nce,
egitimi daha hizli yapmak icin daha yiiksek bir 6grenme orani kullanilir. Agaca 6zgii
parametreler daha sonra ayarlanir ve son olarak, 6grenme orani dasurilir ve
ardindan model, en uygun siniflandiricilarin miktarini elde etmek icin egitilerek

islem sona erdirilir (Patrous, 2018).
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XGBoost, Gradient Boosting Makineler gibi zayif 6grenicileri kullanmakta ve zayif
Oogrenenler gradient-descent metodu ile desteklenmektedir. XGBoost’'un c¢ogu
algoritmaya Ustin olmakla birlikte 6zellikle GBM’lere gore avantaji hem algoritmik
hem de sistem (donanim ve vyazilim) optimizasyonundaki gelistirmelerden

kaynaklanmaktadir.

XGBoost, paralellestirme vyaparak ardisik karar agaclarini ¢ok daha hizli
olusturmaktadir. Bunu yapabilmesinin temelinde temel 6grenicileri olustururken, i¢
ve dis dongller arasinda gecis yapabiliyor olmasi vardir. Normalde dis déngiler
karar agacinin yapraklarini olustururken i¢c dongiler 6znitelikleri hesaplamaktadir.
Ancak i¢c dongiler bitmeden dis dongiler tamamlanamayacagi icin yani 6znitelikler
hesaplanmadan agacin  yapraklari olusmayacagi icin paralellestirme
sinirlanmaktadir. Algoritmanin islem siiresinin azaltilmasi amaciyla, bitin ornekler

toplu olarak ele alinarak, déngilerin algoritmaya giris sayisi belirlenir (Morde, 2019).

XGBoost, regularizationa sahip oldugundan asiri 6grenme ya da asiri uyumun
azaltilmasina yardimci olmaktadir. Ayrica bu algoritma, yliksek esneklik 6zelligi
sayesinde, modele yeni bir boyut katan kriterin degerlendirilmesi ve en uygun amag

fonksiyonun tanimlanmasi icin kullanicilara izin vermektedir.

XGBoost, kayip degerleri islemek icin yerlesik bir rutine sahiptir. Ek olarak XGBoost
algoritmasi agag¢ budamasi yaparken, belirtilen max_depth degerine kadar bélmeler
yapar ve sonrasinda agaci geriye dogru budamaya baslar ve herhangi bir olumlu

katkisi olmayan bélimleri kaldirir (Singh, 2019).

XGBoost’'un bir diger avantaji da; bir kullanicinin, yikseltme isleminin her bir
yinelemesinde capraz dogrulama yapmasina izin vermesi ve bodylece tek bir
calistirmada tam olarak optimum vyikseltme yineleme sayisini elde etmek kolay
olmaktadir (Singh, 2019). Capraz Dogrulama, makine 6greniminde testin hatasini

daha iyi tahmin edebilmek model se¢iminde kullanilan bir tekniktir.
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XGBoost, Seyreklik uyumu (Sparsity Awareness) ile kayip gbzlem degerlerini
otomatik olarak atar. Gergek veri setlerinde ¢ok sik karsilan bu durum igin oldukga
islevsel olarak ¢ok faydaldir. Kayip gozlem yiiziinden tiim Ornegi atarsaniz, bu
durum veri setinin boyutunu etkiler. XGBoost algoritmasi, eksik degerleri tahmin

etmek icin enterpolasyon kullanir (Dixit, 2017).

XGBoost’un bir diger avantaji da, Derin 6ncelikli arama yapmasidir. Bu algoritma,
agac yapilarinda arama yapmak icin kullanilan bir algoritmadir. Algoritma; aramaya
basladigl diiglimden ulasabilecegi, en derin diiglime kadar gider, gidecek daha derin
bir digim kalmadiginda geri sarar ve derin diigimlere 6ncelik vererek gezmeye
devam eder. Daha basit bir ifadeyle, bu algoritma, ilk O6nce alt seviyedeki
komsularini aramaktadir. XGBoost’'un bu avantajlari sekil 3.4.2.2'de basitce

gosterilmistir.
Onbellek farkindaligi ve gekirdek Regularization ile agin uyumdan

dist hesaplama kaginilir
Derin dncelikli yaklagimini ’I Kayip gozlemleri etkili
kullanarak agag budamasi bir sekilde isler

XGBoost

Paralellestilmig agac yapis

l @ Capraz dogrulama

yapar

Sekil 3.4.2. 2 XGBoost’'un standart GBM’yi optimize etme yollari

Kaynak: (Morde, 2019)
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XGBoost icin kullanilan bazi parametreler asagidaki gibi siralanir.

e Max_depth: Agacin derinligini kontrol eder.

e FEta: Ogrenme oranini kontrol eder. 0 ile 1 araliginda deger alir. Genellikle
0.01-0.3 arasinda iyi sonug verir.

e Ntread: Paralel hesaplamayi aktive eder.

e Nround: Gereken max iterasyon sayisini kontrol eder.

e Gamma: Asiri 6grenmeyi engeller.

e Subsample: Her bir agaci egitmek icin kullanilacak olan egitim 6rneklerinden
rastgele secilen bolimddar.

e Colsample_bytree: Her bir agaci egitmek icin kullanilacak olan rastgele
secilen nitelikler bolimidir. Her bir agaci olustururken situnlarin alt 6rnek
oranini ifade eder. Alt 6rnekleme, olusturulan her bir agac icin bir kez yapilir.
Baska bir ifadeyle, bir agaca saglanan o6zelliklerin (degiskenlerin) sayisini
kontrol eder. 0 ile 1 araliginda deger alir. Genellikle 0.5 ile 0.9 arasinda iyi
sonug verir.

e Colsample_bynode: Her diigim icin siitunlarin alt 6érnek oranini ifade eder.

Alt 6rnekleme, her yeni bir bélinmede yeniden degerlendirilir.

XGBoost parametrelerin en uygun degerleri secilerek performans olgitlerinin iyi
sonuglara ulasmasi hedeflenmektedir. XGBoost algoritmasinin farkli parametrelerle

kullanilmasi mimktndir (XGBoost, 2019).

XGBoost algoritmasinin son zamanlarda sik kullanilmis olmasi literatiirde yapilmis
olan saglik alaninda, biyoloji alaninda, finans ve cevre alaninda yapilmis ¢alismalari

incelenmesi ve benzer calismalar ile karsilastirilarak sonuclar degerlendirilmistir.

Mustapha ve Saeed 2016 yilindaki ¢calismalarinda yedi farkli veri setine biyolojik
aktivitelerin tahmininde Rastgele Orman(RF), Dogrusal Destek Vektdor Makineleri
(LSVM), Radyal Basis Function Neural Network (RBFN), Naive Bayes (NB)

algortimalari ve XGBoost uygulamislardir. Deneysel sonuclar, XGBoost'un, heterojen
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verilerde %94,47 dogruluktan homojen verilerde %98,49'a kadar degisen etkileyici

bir kesinlik Urettigini géstermislerdir (Mustapha ve Saeed, 2016).

Chen ve arkadaslari, 2017 yilinda yayinladiklari ¢alismada biiylik veri kiimesinin
radar vericisi veri setine destek vektér makineleri, agirlikli-XGBoost ve Gboost
algoritmalari kullaniimis %98.3 dogru siniflandirma orani ile en iyi sonucu agirhkli-

XGBoost'ta elde etmislerdir (Chen ve dig, 2017).

Fitriah ve arkadaslari, 2017 yilinda yaptiklari ¢alismada beynin farkli bolgelerinde
elektriksel aktivitenin o6l¢tlmesi ve gorsel bir iz gibi aktivitenin kaydedilmesini
saglayan elektroensefalografi (EEG) ile inme hastaliginin saptanmasi (zerine
calismislardir. Bu calismada temel bilesenler analizinin uygulandigi zaman XGBoost
ve uygulanmadigl zaman XGBoost'un dogru siniflandirma oranlari karsilastirilmistir.
Dokuz kanal cifti icin elde edilen sonuclarda temel bilesenler analizinin
kullanilmasinin hem test hem de egitim veri setlerinde dogru siniflandirma oranini

arttirdigini tespit etmislerdir (Fitriah ve dig, 2017).

Priyadharshini, 2017 vyilinda yaptiklari calismada, diyabet mellitusun tahminini
XGBoost algoritmasi ile elde etmeyi amaclamistir. Modelin performansi XGBoost
parametreleriyle degerlendirilmistir. ilk iterasyondan sonra, modelin dogrulugu %77
oldugu fakat pek ¢ok iterasyondan sonra, modelin dogrulugunun %77'den %90'a
kadar kademeli olarak artmaya devam ettigi ayrica XGBoost, uygulama siresi
Adaboost algoritmasindan lg¢ kat daha hizli oldugunu elde etmistir (Priyadharshini,

2017).

Torlay ve arkadaslari, 2017 yilinda yayinladiklari ¢alismada hastalari ve saghkh
insanlari, fonksiyonel manyetik rezonans goértntileme (fMRI) ile haritalanan dil
aglarina dayanan bir makine 6grenme yaklasimi kullanarak ayirt etmek icin nesnel
bir yontemi degerlendirmeyi amaglamislardir. Bu ¢alismalarinda %96 dogru
siniflandirma orani ile XGBoost algoritmalarinda elde etmislerdir (Torlay ve dig,

2017).
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Choi ve arkadaslari, 2018 yilinda yaptiklari calismada anlk uyusuklugu izlemek ve
her bir duruma 6zgli anlk dalga degisikliklerini tespit ederek uyaniklik, uyusukluk
veya uyku durumunu ayirt etmek icin elektroensefalografi (EEG)’yi kullanmislardir.
EEG'nin kisa bir zaman dilimini kullanarak asiri uyusuklugu tespit etmek igin dnerilen
yeni yontemde, ilk olarak, makine 6grenmesi amaclari icin uyusuklugu etiketlemek
icin, psikomotor dikkatlilik gorevinin ve elektrokilografi tekniklerinin avantajlarini
bir araya getirmislerdir. Ayrica EEG'nin kisa bolimiinden 6zellik ¢ikarimi ve bir
makine 6grenme siniflandiricisi olan XGBoost i¢in cok amach gli¢ spektral yogunlugu

(MPSD) kullanilmistir (Choi ve dig, 2018).

Dhaliwal ve arkadaslari 2018 yilinda yaptiklari ¢calismada agin korunmasina yardimci
olmak icin hangi izinsiz giris tespit sisteminin gelistirilebilecegine dayanarak verilerle
ilgili cesitli parametrelerin hesaplandigl bir model sunmuslardir. Bu modelde
XGBoost ile elde edilen sonucun farkli siniflandirma yontemlerinden %98.7 ile daha

iyi sonuc verdigi tespit etmislerdir (Dhaliwal ve dig, 2018).

Dimitrakopoulos ve arkadaslari, 2018 vyilinda yaptiklari ¢alismada XGBoost
siniflandirmasini kullanan gen ekspresyonu ve yol topolojisini birlestiren bir
metodoloji sunmuslardir. iki farkli durumu verimli bir sekilde siniflandirabilen alt
aglar araciigiyla ag davranisindaki carpici farkliliklarin tespitiyle Destek Vektor
Makineleri, Lojistik Regresyon, k-en yakin komsuluk, Rastgele Orman ve XGBoost
algoritmalari kullanilarak dogru siniflandirma orani en yiiksek XGBoost ile elde

edilmistir (Dimitrakopoulos ve dig, 2018).
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Ji ve arkadaslari 2019 yilinda yayinladiklari Zaman Serisi Siniflandirmasi icin Shapelet
Ozelliklerine Dayali Bir XGBoost Siniflandiricisi adli calismalarinda daha yiiksek
dogruluk orani ile bir siniflandirici bulmuslardir. Buna XG-SF adini vermislerdir.
Shapelet tabanl yontemler, son on yilda ¢ok fazla dikkat cektigini ancak, Shapelet
secim sirecinin zaman karmasikhg cok yuksek oldugundan cok fazla hizlanma
stratejisi Onerilmistir. Bununla birlikte, hizlandirma yontemlerinin siniflandirma
dogruluk oranlari ideal olmadigl gozlenmistir. Deneysel sonuglar, 6nerilen yéntem
olan XG-SF'nin dogruluk konusundaki diger Shapelet yontemlerinden daha iyi

cahistigini gostermistir (Ji ve dig, 2019).

Merembayev ve arkadaslari 2019 yilinda yayinladiklari Uranyum yataklarinda
Stratigrafi siniflamasi icin makine 6grenme algoritmalari adli ¢calismalarinda Gradient
Boosting, Rastgele Orman (RF), Lojistik Regresyon, K-en yakin komsuluk (KNN) ve
XGBoost algoritmalarini kullanmislardir. Bu algoritmalar icinde %97 dogruluk orani

ile XGBoost en iyi sonucu vermistir (Merembayev ve dig, 2019).

Mitchell ve arkadaslari 2018 vyilinda yaptiklari g¢alismada, 6zellik niceliklerine
dayanan 6nemli 6l¢tide daha hizli ve daha verimli bellek karar agaci algoritmasi ve
Gradient Boosting algoritmasinin diger bollimleri igin paralel algoritmalar
sunmuslardir. Gradient Boosting boru hattini ugtan uca hizlandirmak icin GPU'da
karar agaci yapimi, nicel Uretme, tahmin ve Gradient hesaplama algoritmalarini
uygulayarak XGBoost GPU algoritmasinin, genis bir veri kiimesi ve 0grenme
gorevinde yiksek dogruluk ve dasik calisma siresi gosterdigini bulmuslardir

(Mitchell ve dig, 2018).

Nagata ve arkadaslari, 2018 yilinda vyayinladiklari ¢alismada, tip 2 diyabetin
baslangicinin  dogru tahmin edilmesi lizerine odaklanmaktadir.  Saglk
muayenelerinden elde edilen laboratuar test verilerini kullanilarak ve ICD10 kodlari
ile tibbi olarak teshis edilen hastaliklar ve eczane bilgileri gibi saglik talebi metin
verilerini  kullanarak tahmin dogrulugunun gelistirilip gelistirilemeyecegini

arastirmislardir. Bu nedenle, bu c¢alismada, tekrarlayan sinir aglarina dayanan
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XGBoost ve uzun kisa stireli hafiza (LSTM) gibi en gelismis teknikleri kullanarak daha
uygun modelleri tahmin etmeye calismislardir. Bu iki yontemin yani sira L1 diizenli
lojistik regresyon (L1LR) uygulanarak l¢ yontem egri katlinda kalan alan (AUC)
bakimindan karsilastirilmistir. AUC bakimindan en iyi sonuglar XGBoost algoritmasi

ile elde edilmistir (Nagata ve dig, 2018).

Wang ve Guo, 2019 yilinda yayinladiklari EKG-PPG’ye dayanan fizyolojik 6zellik
flizyonu ile XGBoost siniflandirmasi kullanilarak 6grencilerin bilissel yik algilamasi
icin veri odakli bir cerceve gelistirme (izerine calismislardir. ilk olarak, énceden
islenmis EKG ve PPG sinyalinden kalp atis hizi degiskenligini ve nabiz degiskenligini
tahmin edip, daha sonra bu degiskenlerden &zelliklerin ¢ikarilmasini saglayarak
lineer 6zellik bagimlihg modellemesi ve XGBoost siniflandirici kullanarak bilissel yik
kosulu siniflandirma semasi kullanilarak o6zellik flizyon semasini énermislerdir.
Destek vektor makineleri, k-en yakin komsuluk, karar agaclari, rastgele orman,
XGBoost algoritmalari kullanarak en iyi sonucu %97.2 ile XGBoost'un verdigini elde

etmislerdir (Wang ve Guo, 2019).

Yu ve arkadaslari, 2018 yilinda yaptiklari ¢alismada, 6000'den fazla glikasyon
bolgesini iceren yeni bir veri seti kullanmislardir. Boylece egitim veri setlerinin ve
bagimsiz veri setlerinin boyutu daha 6nce kullanilan veri setlerinden ¢ok daha buyik
olmaktadir. Bu durumda, egitim ve test sonuclari daha objektif ve glivenilir olmakla
beraber, orijinal diziden bilgileri yeterli sekilde c¢ikarmak igin, diziye dayal
bilgilerden, fiziko kimyasal 6zelliklerden ve evrimsel tiretilen bilgilerden tiretilmis
alti mevcut 6zellik secilmistir. Bu arada, gradyan ylikseltme makinesinde gelistirilen
XGBoost yontemi, 6nemli ve faydali 6zellikleri segmek icin kabul edilmistir. XGBoost,
tahmin performansini iyilestirmek icin 6zellik boyutunu etkili bir sekilde
azaltabilmesinin yani sira capraz dogrulama kullanarak performansi birkag
siniflandirici ile karsilastirilip degerlendirilmistir. XGBoost uygulandiktan sonra dogru

siniflandirma oraninin %79.7’den %88.3’e ylikseldigi gorilmustir (Yu ve dig, 2018).
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Zhang ve arkadaslari 2019 yilinda yayinladiklari calismada, XGBoost algoritmasini
rulman yataginin ariza teshisine uygulamislardir. XGBoost'u diger agacg algoritmalari
olan Rasgele Orman, Adaboost ve Gradient boosting karar agaci ile karsilastirmislar
ve sonug olarak XGBoost algoritmasinin diger algoritmalara gére dogruluk ve zaman

acisindan Ustln oldugunu gostermislerdir (Zhang ve dig, 2019).

Chang ve arkadaslari, 2019 yilinda yayinladiklari calismada, hastanin tespit indeksine
gore, bir hastanin kan basinci kategorisinin kiimeleme algoritmasi ile elde
edilebildigi ve daha sonra, XGBoost yontemiyle birlestirildiginde, hastanin farkl
hipertansiyona bagli semptomlara sahip olma ihtimalinin olabilecegini elde
etmislerdir. Yeni bir hasta i¢in, kimeleme algoritmasiyla kategoriyi tanimladiktan
sonra, doktorun bu arastirmadan elde edilen sonuglara dayanarak olasi belirtileri
tahmin edebilecegini ifade etmislerdir. Bu ¢alismada Cin’de hipertansiyon hastasi
olan 531 hastadan 334 tanesi egitim verisi 197 tanesi test verisi kabul edilerek
XGBoost yontemi uygulanmis ve kiimelemenin dogru siniflandirma oranini %98.48

olarak elde etmislerdir (Chang ve dig, 2019).

Chen ve arkadaslari, 2019 yilinda yayinladiklari ¢alismada, HIV-1 tropizminin
tahmininde XGBoost ve sakli Markov Modellerini kullanmislardir. Bu ¢alismada her
iki algoritma icin bes farkl veri setini uygulamislardir. Performans olcitlerinden
0zglllik, dogru siniflandirma orani, Matthew’iin korelasyon katsayisi (MCC) ve egri
altinda kalan alan (AUC) degerlerinde en iyi sonu¢ XGBoost ile elde edilmistir (Chen

ve dig, 2019).

Guo ve arkadaslari, 2019 yilinda vyaptiklari calismada, genclerin giyilebilir kosu
izlemesinde kullanilabilecek bir makine o6grenmeye dayali fiziksel uygunluk
degerlendirme modelini faaliyet temelli bir deneysel paradigma uygulayarak, 14
yasinda olan 225 kadin ve 288 erkege taktiklari akilli bantlardan gelen PPG
sinyallerini toplayarak 6zellik ¢ikarimlari yapilmistir. Bu oOzelliklere gore kadin ve
erkeklerin dogru siniflandirma oranlari Rastgele Orman, k-en yakin komsuluk,

Destek Vektor Makineleri, karar agaclari, Gradient Boosting karar agaclar ve
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XGBoost algoritmalari ile galistiriimis kadin ve erkek igin sirasiyla %98.1 ve %96.4

dogru siniflandirma orant ile en iyi sonucu XGBoost vermistir (Guo ve dig, 2019).

Hosni 2019 yilinda yaptigl bu ¢alismada, koéti amagh yazilim onleyici sistemlerin
reaktivitesini ve performansini iyilestirmek ve cok sayida koétli amach yazilim cesidi
s6z konusu oldugunda, bu islemin otomasyonuna duyulan ihtiyac¢ acik bir sekilde
ortaya cikmaktadir. Bes 6grenme algoritmasi, kotl niyetli dosyalarin siniflandirma
performansi icin istatistiksel olarak karsilastirildi. Burada tartisilan algoritmalar ve
Olglimler icinde, XGBoost, dogruluk skoru performans olgimleri %99.5 ile en iyi

sonucu vermistir (Hosni, 2019).

Ji ve arkadaslari, 2019 yilinda vyaptiklari calismada, XGBoost metodolojisinin
sinerjistik ve antagonistik ilac kombinasyonlarini siniflandirmayr amaclamislardir.
XGBoost metodolojisini uygulama potansiyelini arastirmak icin model gelistirme icin
kimyasal yapi bilgisi, insan fenotipik bilgisi, yollar, protein hedefleri ve protein-
protein etkilesimleri olmak Uizere bes farkli veri profili kullaniimistir. Onerilen
XGBoost modeli, 6zellik 6nemine, performans élgitlerine ve fazlalik derecesine gore
kapsamli bir sekilde degerlendirildi. Model ayrica, rastgele orman (RF), lojistik
regresyon (LR), Naive Bayes (NB) siniflandirici ve derin sinerji dahil olmak {izere son
teknoloji makina/derin 6grenme algoritmalariyla karsilastirildi. Onerilen XGBoost
modelinin uygulanabilir oldugu alanlar, farkli terapétik kategoriler arasinda siralama
modeli performansiyla da incelenmistir. Dogru siniflandirma oraninin %86 ile en iyi

sonucu XGBoost algoritmasi ile verdigi gérilmustir (Ji ve dig, 2019).
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Joherastani ve arkadaslari, 2019 yilinda yayinladiklari ¢calismada, Tahran’in kentsel
alanindaki yiksek oranda dagilmis hava kirliligi izleme alanlarina odaklanarak, hava
kirliliginin  bir ifadesi olan PM2.5'un vyiksek konsantrasyonunun kanser,
kardiyovaskiiler hastalik, solunum hastaligi, metabolik hastalik ve obezite arasinda
iliski oldugu kanitlanmistir. PM2.5 konsantrasyonunun tahmin etmede rastgele
orman, XGBoost ve derin sinir aglari kullaniimistir. XGBoost’un rastgele orman ve
derin sinir aglarina gore daha iyi sonuglar verdigi gorilmistir (Joherastani ve dig,

2019).

Pang ve arkadaslari, 2019 vyilinda, Alzheimer hastali§inin patojenlerinin
dogrulanmasinda olasi bir uygulama i¢in donlisiimli sinir aglari (CNN) ve XGBoost'u
yeni bir model olarak entegre ederek yeni bir protein hicre alti lokalizasyon
yontemi onermislerdir. CNN-XGBoost modelinin genel konsepti, bir CNN 6zellik
katmanindan sonra bir XGBoost ekleyerek ve CNN'nin c¢ikis katmaninin
degistirilmesidir. CNN-XGBoost modeli, protein sekanslarindan otomatik olarak
ozellik cikarabildigi gibi daha hassas lokalizasyon sonuclari saglamaktadir. Kullanilan
yontemin en iyi dogru siniflandirma orani ve F1 skoruna sahip oldugunu elde

etmislerdir (Pang ve dig, 2019).

Shen ve arkadaslari 2019 vyilinda Gug¢ Sisteminin  Gegici Kararliiginin
Degerlendirilmesinde XGBOOST Uygulamasi adl ¢alismalarinda 39 ditgimli ve 1200
ornekten olusan veri setine Ug¢ farkh siniflandirma algoritmasi: C4.5, lojistik ve
XGBoost uygulamis ve en iyi sonucu %96.25 ile XGBoost’'un verdigini elde

etmislerdir (Shen ve dig, 2019).

Wang ve Gribskov, 2019 yilinda yaptiklari ¢alismada, Gradient Boosting karar
agaclari (GBDT) ve XGBoost uygulanmistir. GBDT ve XGBoost dahil olmak (izere
makine 6grenme modelleri IRES tahmini icin karsilastirilmistir. XGBoost'un, daha
yliksek AUC performansi ve GBDT modelinden dnemli 6lciide daha disik egitim

suresi sergiledigini elde etmislerdir (Wang ve Gribskov, 2019).
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3.5 Degerlendirme Olgiitleri

Siniflandirma yontemlerinde elde edilen modelin basarisini 6lcmek icin cesitli 6lciim

yontemleri kullanilir. Bunlardan bazilari

e Dogruluk

e Duyarhhlk
e Kesinlik
e F1 Skoru

e Kohen’in Kappa Skoru

seklinde siralanabilir.

3.5.1 Kanisiklik matrisi

Karisiklik ~ Matrisi,  siniflama  problemlerinde  modellerin  performansini
degerlendirebilmek icin kullanilan bir olclttir. Burada hedef degiskenin gercekte
olan degeri ile tahmin neticesinde tespit edilen degeri Cizelge 3.5.1’den elde

edilerek karsilastirilir.

Cizelge 3.5. 1 Karisikhk Matrisi

Tahmin Pozitif Tahmin Negatif

Gergek Pozitif Dogru Pozitif (DP)  Yanlis Negatif (YN)

Gergek Negatif Yanlis Pozitif (YP) Dogru Negatif(DN)
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Karisiklik matrisindeki degerler

DP: Gergekte pozitif olan ve pozitif olarak siniflandirilan
YP: Gercekte negatif olan ve pozitif olarak siniflandirilan
DN: Gergekte negatif olan ve negatif olarak siniflandirilan
YN: Gergekte pozitif olan ve negatif olarak siniflandirilan
olarak tanimlanir.

Karisiklik matrisi yardimiyla dogruluk, kesinlik, duyarlilik, F1 skoru ve Kappa skoru

elde edilebilmektedir.

3.5.2 Dogruluk

Pozitif ve negatif sonuclarin toplam gbzlem sayisina oranini ifade eder. Baska bir
deyisle dogru siniflandirilan sonuglarin tim sonuglara bolinmesi ile elde edilir ve
(3.5.2) esitligi ile gosterilir. Dengesiz veri seti sonuglari degerlendirilirken dogruluk
oranini yaniltici olabilir. Clinki veri setinin agirlikh oldugu tarafa dogru bir kayma s6z
konusu olur. Burada az olan verinin gercekte dogru siniflandirildigindan emin
olamayiz. Bu nedenle dengesiz veri setlerinde kullanilmasi hatali sonuclara neden

olabilmektedir.

DP+DN
DP+DN+YP+YN

Dogruluk = (3.5.2)

3.5.3 Kesinlik
Gergek degeri pozitif olan ve pozitif olarak siniflandirilan gézlem sayisinin, tahmin

degeri pozitif olan tiim gozlemlere oranini ifade eder ve (3.5.3) esitligi ile hesaplanir.

DP
DP+YP

Kesinlik =

(3.5.3)
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3.5.4 Duyarhihk

Gergek degeri pozitif olan ve pozitif olarak siniflandirilan gézlem sayisinin, gercek
degeri pozitif olan tahmini degeri de pozitif ve negatif olan goézlem sayilarinin
toplamlarinin oranini ifade eder ve (3.5.4) esitligi ile hesaplanmaktadir. Gergekte

pozitif olan ve pozitif olarak siniflandirilan gézlem sayisi arttik¢ca duyarlilik da artar.

DP
DP+YN

Duyarlilik = (3.5.4)

3.5.5 F1 Skoru

Kesinlik ve duyarhlik degerlerinin harmonik ortalamasi ile elde edilen bir 6l¢tttir ve
(3.5.5) esitligi ile hesaplanmaktadir. F1 skoru, 0 ile 1 arasinda deger almaktadir ve

deger 1’e yaklastikca skorun iyi oldugu goériilmektedir.

KesinlikxDuyarllik
F1Skoru = 2 * 24

(3.5.5)

Kesinlik+Duyarlhilik

3.5.6 Kappa Skoru

Kappa skoru ya da Cohen’in Kappa katsayisi, iki ya da daha fazla degerlendiriciye ait
sonuglar arasindaki uyumun givenilirligini 6lcen istatistiksel bir yontemdir ve (3.5.6)
esitligi ile hesaplanir. Burada a gercek deger, e ise tahmin edilen degeri temsil
etmektedir.

Pr(a)— Pr (e)

e (3.5.6)

Kappa Skoru =

Kappa skoru, -1 ile +1 arasinda deger almaktadir. Kappa skoru +1 degerine
yaklastikca degerlendiricilerin sonuclarinin birbiri ile uyumlu oldugu, 0 degerine
yaklastikca degerlendiriciler arasindaki uyumun tamamen rassal oldugu ve son
olarak da -1 degerine yaklastikca sonuclarin birbiri ile ters degerlendirildigi seklinde

yorumlar yapiimaktadir (Glim{stas, 2019).
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4. UYGULAMA

Bu calismanin uygulama boélimi 2 farkli diyabet veri setinde makine 6grenme
teknikleri kullanilarak en yiksek siniflandirma orani tespit edilmeye c¢alisiimistir.
Calismada kullanilan birinci veri seti diyabet hastalarina iliskin gercek bir veri seti
olup, digeri literatirde diyabet hastaligi siniflama problemlerinde siklikla kullanilan

PIMA INDIANS veri setidir.

4.1 Uygulama 1

Calismada kullanilan bagimli degisken hastalik (diyabet ve diyabet+hipertansiyon)
olarak alinmistir. Bu veri seti; klinik olarak, bir ve iki hastaligi olan bireyler seklinde
tutulmus ve calismada da bu sekilde gruplara ayrilmistir. Veri seti; hipertansiyon,
diyabet, ve hipertansiyon+diyabet hastaligina sahip olan 380 birey ve bu bireylere
ait 52 klinik ol¢climden olusmaktadir. Klinik danismanlik ve veri 6nisleme sonucunda
210 gozlemden olusan diyabet veya diyabet+hipertansiyon hastaligi olma durumu
ifade eden bir bagimli degisken ile 14 bagimsiz degiskeden olusan veri seti ele

alinmustir.
Degiskenler;

e Vicut kitle indeksi,

* Yas,

e insilin direnci,

e Aclik kan sekeri,

e Tokluk kan sekeri,

e Belgevresi,

e Karaciger enzimleri(AST ve ALT)
e Alkol kullanimi(1=hayir, 2=evet)

e Kreatin,
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e Egzersiz (1=Egzersiz yapmayan, 2=Egzersiz yapan)
e Anksiyete ve depresyon puanlamasi,
e Hastalik (2= diyabet, 3=diyabet+hipertansiyon).

olarak ele alinmistir.

4.1.1 Kayip gozlemlere deger atama

Bu veri setindeki kayip gozlemler IBM SPSS 23 paket programi vasitasiyla ¢oklu
atama (multiple imputation) islemi yapilarak doldurulmustur. Bu atama islemi
sonunda diyabet veri seti icin yapilan analiz ¢alismasi XGBoost siniflandirma
algoritmasi icin performans olcitlerinden dogruluk orani bakimindan sonuglar farkl
parametre degerleri uygulandiginda Cizelge 4.1.1.1’de elde edilmistir. Burada
gosterilen iterasyonlar disinda da c¢ok fazla deneme vyapilmis olup en ylksek

dogruluk oranlari Cizelge 4.1.1.1’e yazilmistir.

Cizelge 4.1.1. 1 Veri Setine Uygulanan Farkli Parametre Degerlerinin XGBoost i¢in
Dogru Siniflandirma Orani.

Max Depth Eta Ntread Nround Colsample_bytree Dogruluk
1000 0.1 10 5 0.6 0.5122
1000 0.1 5 5 0.01 0.5366
1000 0.1 10 5 0.7 0.5610
500 0.01 10 5 - 0.5610
1000 0.02 10 5 0.5 0.5854
500 0.2 10 5 - 0.6341
1000 0.1 10 5 0.5 0.6341
1000 0.1 10 5 0.01 0.6098
500 0.1 10 5 0.7073
400 0.1 10 5 - 0.7073
1000 0.1 10 5 - 0.7073
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Cizelge 4.1.1.2'de veri setinin karar agaci, Rastgele Orman, Gradient Boosting ve

XGBoost algoritmalarinin dogru siniflandirma oranlari sirasiyla %56.10, %60.98,

%65.85 ve %70.73 sonuglari elde edilmis olup, en iyi sonucu XGBoost algoritmasinin

verdigi goriilmektedir.

Cizelge 4.1.1. 2 Veri Setinin Farkli Siniflandirma Algoritmalarina iliskin Performans

Degerlendirme Olgitleri.

Yontem Dogruluk Kesinlik Duyarhhk Kappa F1
Karar Agaci 0.5610 0.4500 0.5625 0.1172 0.5000
Rastgele

0.6098 0.5000 0.2500 0.0989 0.3333
Orman
Gradient

0.6585 0.7500 0.1875 0.1705 0.3000
Boosting
XGBoost 0.7073 0.7000 0.4375 0.3405 0.5384
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Sekil 4.1.1.1’de ise elde edilmis olan performans olgiitlerinden kesinlik, duyarhlik,

kappa skoru ve F1 skoruna iliskin stitun grafikleri verilmistir.

0,9 -
0,8 -
0,7 -
0,6
0,5 -
0,4 -
0,3 -
0,2 -

m Kesinlik
H Duyarhhk
" Kappa
mF1

0,1

Karar Agaci Rastgele Orman Gradient Boosting XGBoost

Sekil 4.1.1. 1 Diyabet Veri Setinin Degerlendirme Olgiitleri.

Sekil 4.1.1.2’de diyabet veri setinin farkh siniflandirma algoritmalarina iliskin dogru

siniflandirma oranlari stitun grafigi ile gosterilmistir.

Dogruluk

Karar Agaci  m Rastgele Orman  m Gradient Boosting B XGBoost

0,
65,85% 70,73%

60,98%

56,10%

Karar Agaci Rastgele Orman Gradient Boosting XGBoost

Sekil 4.1.1. 2 Farkli Siniflandirma Algoritmalarinin Dogru Siniflandirma Oranlari.



4.2 Uygulama 2

Bu uygulamada, Pima Indians diyabet veri seti kullaniimistir (DataHub, 2019). Veri

seti 768 gozlem ve 8 degiskenden olusmaktadir. Degiskenler;

e Hamilelik sayisi

e Oral glukoz tolerans testinde 2 saatlik plazma glukoz konsantrasyonu
e Diyastolik kan basinci (mm Hg)

e Triceps cilt kivrim kalinhigi (mm)

e 2 saatlik serum instlini (mu U/ml)

e Vicut kitle indeksi (kilo(kg) / boy(m)A2)

e Diyabetin kalitimsal fonksiyonu

e Yas

o Sinif degerleri
olarak ifade edilmektedir.

Bu veri seti Arizona’daki diyabet hastasi olan hamile kadinlardan olusmaktadir.
Bagimh degisken; sinif degerleri olup, “0” degeri diyabet hastasi olmayan, “1” degeri
ise diyabet hastasi olan hamile kadinlari belirtmektedir. Kalan degiskenler ise

bagimsiz degiskenlerdir.
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Pima Indians diyabet veri seti icin yapilan analiz calismasi performans ol¢ltlerinden
dogruluk orani diyabetli olan ve diyabetli olmayan bireylerin XGBoost siniflandirma
algoritmasi icin farkli parametre degerleri uygulandiginda Cizelge 4.2.1 elde
edilmistir. Burada gosterilen iterasyonlar disinda da ¢ok fazla deneme yapilmis olup

en ylksek dogruluk oranlari Cizelge 4.2.1’e yazilmistir.

Cizelge 4.2. 1 Pima Indians Diyabet Veri Setine Uygulanan Farkl Parametre
Degerlerinin XGBoost icin Dogru Siniflandirma Orani.

DIZI:t):\ Eta Ntread Nround Gamma Colsample_bytree Colsample_bynode Dogruluk
6 1 2 20 - - - 0.7386
2 01 2 5 - - - 0.7516
2 1 100 - - - 0.7778
2 1 20 20 - 0,65 - 0.7843
2 1 2 50 - - 0.7974
2 1 20 20 - 0,58 - 0.8105
2 1 20 20 - 0,6 - 0.817
2 1 2 150 - - - 0.8235
2 1 20 20 0 - - 0.8235
2 1 20 20 1 - - 0.8235
2 1 20 20 - 1 - 0.8235
2 1 20 20 - - 1 0.8235
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Cizelge 4.2.2’de Pima Indians diyabet veri setinin karar agaci, Rastgele Orman,
Gradient Boosting ve XGBoost algoritmalarinin dogru siniflandirma oranlari sirasiyla
%75.82, %81.05, %81.70 ve %82.35 sonuglari elde edilmis olup, en iyi sonucu

XGBoost algoritmasinin verdigi gérilmektedir.

Cizelge 4.2. 2 Pima Indians Diyabet Veri Setinin Farkl Siniflandirma Algoritmalarina
iliskin Performans Degerlendirme Olciitleri.

Yontem Dogruluk Kesinlik Duyarhhk Kappa F1
Karar Agaci 0.7582 0.6818 0.5660 0.4437 0.6185
Rastgele

0.8105 0.7727 0.6415 0.5640 0.7010
Orman
Gradient

0.8170 0.8214 0.9200 0.5731 0.8679
Boosting
XGBoost 0.8235 0.7955 0.6604 0.5941 0.7216
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Sekil 4.2.1’de ise elde edilmis olan performans olglitlerinden kesinlik, duyarhlik,

kappa skoru ve F1 skoruna iliskin stitun grafikleri verilmistir.

m Kesinlik
H Duyarhhk
m Kappa
EF1

Karar Agaci  Rastgele OrmanGradient Boosting ~ XGBoost

Sekil 4.2. 1 Pima Indians Diyabet Veri Setinin Degerlendirme Olgitleri.

Sekil 4.2.2’de Pima Indians diyabet veri setinin farkh siniflandirma algoritmalarina

iliskin dogru siniflandirma oranlari stitun grafigi ile gosterilmistir.

Dogruluk

Karar Agaci I Rastgele Orman M Gradient Boosting B XGBoost

75 82% 81,05% 81,70% 82,35%
y (o]

Karar Agaci Rastgele Orman Gradient Boosting XGBoost

Sekil 4.2. 2 Farkli Siniflandirma Algoritmalarinin Dogru Siniflandirma Oranlari.



5. SONUC

Verilerin karmasik yapisi, ayrica degiskenlerin icinde biriktirmis oldugu bilgiler
kullanilarak makine 6grenme algoritmalari yardimiyla éngoriler yapilmaktadir. Elde
edilen ongoriler gelecege yonelik saptamalarda bilim diinyasina katki
saglamaktadir. Glinimizde, saglik, finans, bankacilik, enerji gibi alanlarda makine

o0grenme algoritmalari 6nemli yer tutmaktadir.

Bu ¢alismada saglik alaninda dilinya genelinde 6lim oranlarinda énemli yer tutan
diyabet hastaligina iliskin veri setleri karar agaci tabanli makine 06grenme
algoritmalardan karar agaci, Rastgele Orman, Gradient Boosting ve XGBoost

algoritmalari kullaniimistir.

Bu calisma kapsaminda literatiirde Pima Indians adi verilen veri seti ile Tiirkiye’de 10
yillilk calisma sonunda uzman doktor tarafindan toplanan diyabet veri seti
kullanilmistir. Her iki veri setinde de, verinin bir kismi egitim verisi diger kismi ise
test verisi alinarak uygulama sonuglari elde edilmistir. Elde edilen bulgulara goére
dogru siniflandirma oranlari bakimindan her iki uygulamada da XGBoost algoritmasi

daha iyi sonug verdigi tespit edilmistir.

Birinci veri setinin daha 6nce kullanilmamis olmasi bakimindan ¢alismanin 6zgiin
olmasini saglamistir. Bozkurt ve arkadaslarinin 2014 yilinda yayimladiklari calismada
Pima Indians veri seti kullanarak sinir aglari uygulamislardir. Bu tez c¢alismasinda
elde edilen sonuglar Bozkurt ve arkadaslarinin galismasi ile karsilastirilmis ve
XGBoost siniflandirma algoritmasinin daha iyi performans verdigi sonucuna

ulasilmistir (Bozkurt ve dig, 2014).

Ozetle bu calismada, diyabet veri setlerine karar agaci tabanli makine 8grenme
teknikleri ile gesitli algoritmalar kullanilarak elde edilen sonuglar karsilastirilmistir.
Bu veri setlerine farkh teknik ve algoritmalar uygulanarak ilerideki ¢alismalarda

performansin arttirilmasi saglanabilir.
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