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OLASILIKSAL SEMBOLIK MOTIF TANIMA

OZET

Yapay Zeka (YZ) hayatimizin her alaninda yer bulmaya baslayan bir kavram olarak son
yillarmn en popiiler terimlerinden birisi haline gelmistir. Oziinde, insan beyninin kavrama
ve yorumlama fonksiyonlarini yiiriitebilecek makinalarin yaratilmasi olarak daha ¢ok
robotik alani ile ilgilidir. Ancak, uygulamada, makine 6grenmesi ve derin 6grenme
destekli istatistiksel karar verme yontemlerinin bir uzantisi olarak biraz da yanlis bir
sekilde bilimsel literatiire yerlesmistir. Dolayis1 ile, makine drenmesi temelli herhangi bir
siniflandirma ya da regresyon probleminin YZ olarak adlandirildigi sayisiz bilimsel
calismaya rastlamak miimkiindiir. Bu ¢alismada da YZ terimi, makina 6renmesi, derin
O0grenme ve istatistiksel modellemeyi kapsayan bir disiplini isaret edecek sekilde

kullanilmistir.

Tip bilimi, YZ’nin en yaygin kullanildig1 bir alan olarak one ¢ikmaktadir. Bunda,
biyomedikal miihendisligi ve bilgisayar teknolojilerindeki ilerlemeler ve makina
Ogrenmesi alaninda ortaya atila sayisiz yeni algoritmalarin katkisi biiytiktiir. Biyomedikal
alandaki gelismeler sayesinde insan fizyolojisini temsil eden daha fazla saha, yiiksek
frekans ve ¢oziiniirliikte ve daha uzun siireli veri liretmenin yolu agilmaktadir. Bu
teknolojileri takiben olusan daha yiiksek hacimdeki verinin saklamasi ve islenmesi
konusunda bilgisayar teknolojileri de siirekli gelismektedir. Ornegin kan basincini
saniyede 2000 6rnek (2000 Hz) alarak raporlayan bir yatak bas1 monitort, tek bir hasta
ve sadece kan basinci i¢in, sadece bir giinde 172.600.000 veri liretmektedir. Dolayisi ile,
son yirmi yilda, elektronik hasta kayitlarinda saklanabilen verini hacmi gigabayt
seviyelerinden petabayt seviyelerine ¢ikmistir. Buna ragmen, bir¢cok hastanede, yatak bagi

monitorlerde Uretilen veri saklanamamakta ver her 48 saate bir silinmektedir. Bu tir
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verilerin 6zetlenerek, temsili degiskenlerin saklandig1 veri tabanlart bir sekilde ¢6ziim

olabilmektedir.

Hastanelerde tiretilen yiiksek hacimli verilerin depolanmasini disinda analizi de oldukca
zorludur. Clinkii, elektronik hasta kayitlarinda derlenen veriler genellikle geleneksel
parametrik istatistiksel yontemlerin varsayimlarini saglamayacak sekilde dogrusal ve
normal olmayan, yiksek korelasyonlu, eksik ve yiiksek oranda girultt iceren tirdendir.
Bu tiir verilerin analizlerinden dogan ihtiyaci karsilamak {izere son yillarda makine
O0grenmesi alaninda bir¢ok yeni algoritma gelistirilmistir. Ancak, makine Grenmesi
algoritmalari, dogrudan ham veri ile ¢alisan derin 6grenme yontemleri disinda, bu tiir
boylamsal verileri temsilen degiskenlerin ¢ikarilmasini gerektirir. Bu asamada, sinyal
isleme yontemleri yliksek frekansli boylamsal verilerden degisken c¢ikarilmasi icin

siklikla kullanilmaktadir ve bu alandaki literatiirde hizla gelismektedir.

Yiiksek frekansli boylamsal verilerden temsili degisken ¢ikarilmasi i¢in gelistirilmis yeni
algoritmalardan birisi, Olasiliksal Sembolik Motif Tanima (OSMT) yontemidir. OSMT
yontemi, boylamsal verilerin zaman icerisindeki degisimlerini olasiliksal modellerinin
elde edilmesi ve bu olasiliksal modeller arasindaki uzakliklarin kullanilarak birden fazla
serinin birbirlerine benzerliklerini karakterize eden degiskenler elde edilmesine
dayanmaktadir. Bu ¢alismanin amaci, OSMT yontemini Tirkge literatiire kazandirmak

ve kardiyovaskiiler hastaliklarin tahmini iizerine uygulamasini gostermektir.

Anahtar Kelimeler: Olasiliksal sembolik motif tanima, sinyal isleme, yapay zeka,

makine 6grenmesi, EKG, elektrokardiyogram, kalp yetersizligi, kardiyomiyopati
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PROBABILISTIC SYMBOLIC PATTERN RECOGNITION

SUMMARY

Anrtificial Intelligence is the buzz word of the century and finding an application in almost
everywhere in our life. Simply, the goal of Al is to create machines that can do what
human does there it is more relevant to robotics. However, the term ‘Al’ is
interchangeably used to refer machine and deep learning. As a result, there are numerous
publications in the literature where Al is used for machine learning based predictive
models. In this study, we have used Al referring to a domain including machine learning

and statistical modeling.

Medicine is one of the area of science where Al is most frequently used. This is partially
because of the advancements in the biomedical and computer science as well as the
methodological advancements in machine learning. Advancements in biomedical
engineering technologies result in medical devices that can generate very large data
representing human physiology at higher resolution and higher sampling frequency. For
example, a bedside monitor measuring blood pressure at 2000Hz would generate
172,600,000 data points per patient, per day. Considering several other physiological
data, several patients with years of data, the amount of data generated at a single hospital
converges to petabytes. Yet, unfortunately, such rich data from bedside monitors typically
purged every 48 hours in most institutions due to the challenges in streaming and storing
such data. Thus, there are still need for more efficient ways of utilizing such rich data.

Besides the challenges in storing large volumes of data in healthcare systems, it is also
challenging to analyze such high volume data. This is because the data in electronic health
records (EHR) are typically with high correlation and include large number of missing
data as well as error. Further, there are several different types of the data modalities in



EHR such as tabular format structured data, image data, text data, signal date, genomic
data etc. explaining complex biological mechanism. It is very challenging to apply
parametric statistical methods directly on such data. Recently, machine learning methods
have emerged as an alternative solution to analyze data EHR data as nonlinear models
with few assumptions about data. However, classical machine learning models, except
the deep learning models typically allowing working with raw data, require extracting
features representing the raw unstructured data such as signal, image, or text. These
features are then used as predictors in machine learning models. When processing raw
streaming physiologic data, signal processing algorithms are frequently used to extract
features. Commonly used such methods are Fourier Transformation, Sample Entropy,
Wavelet Transformation. On the other hand, despite deep learning models such as
convolutional neural networks, directly can be used to predict or classify an outcome,

they are also used as a way of extracting features.

In this study, we introduce a novel signal processing method, Probabilistic Symbolic
Pattern Recognition (PSPR), to analyze longitudinal data points. We propose PSPR as a
way of analysis of any kind of longitudinal or time series data where the data points does
not need to be numerical as long as they are of a member of a finite set. The numerical
series and time series, in this definition, are a subset of the domains that PSPR can be
implemented. We designed PSPR to learn pattern transition behavior of given symbolic
series to predict the future behavior or to compare the behavior of multiple series to carry
out clustering and classification tasks. We specifically aimed to implement PSPR method
on electrocardiogram (ECG) data to classify and predict risk for cardiovascular diseases.

This study introduces PSPR methods and showed its efficiency in extracting features from
ECG data. PSPR can be implemented and tested on analysis of any kind of symbolic

series beyond medicine.

Keywords: Probabilistic symbolic pattern recognition, signal processing, artificial
intelligence, machine learning, ECG, electrocardiogram, heart failure, cardiomyopathy
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1. GIRIS

Kalp, anne karninda ilk atmaya baslamasi ile hem etik hem hukuksal agidan hayati
baslatan ve durmasi ile hayati sonlandiran en temel organdir. Temel islevi, viicuda gerekli
kanin, dolayis1 ile oksijenin, diizenli olarak iletilmesi oldugu i¢in en hayati organlarin
basinda gelmektedir. Dogrudan kalp ile ilgili olan veya olmayan bir¢ok etmen, kalp
atisindaki diizensizliklere yol agabilmektedir. Kalp atisindaki bu diizensizliklerin teshis
edilmesinde kullanilan en temel arag¢ elektrokardiyografi (EKG) siklikla kullanilir. Bu
kisimda EKG ile genel bilgiler mevcut literatiirden ve Elektrokardiyogram (Akbilgic et

al., 2023) isimli kitap boliimiinden alintilardan olusmaktadir.

1.1. Elektrokardiyogram

Insan bedeninde sinir ve kas hiicreleri birbirleri ile iletisiminde kimyasal ve elektrik
sinyallerini kullanirlar. Bu elektrik sinyalleri ayn1 zamanda kalp atisimizi da diizenler
(2006). EKG, kalp atis1 siirecinde tiretilen elektrik aktivitenin kayit altina alinmasindan
ibarettir. Kalbin elektrik trettigi 1856 yilinda Von Kolliker ve Miiller tarafindan
kesfedilmistir (Silverman, 1992) ve ilk defa 1887 yilinda Augustus D Waller tarafindan
kaydedilmistir (LUderitz & de Luna, 2017). 1887 yilinda Uluslararast Fizyoloji
Kongresinde Waller’in sunumundan esinlenen William Einthoven, Waller’in gelistirdigi
yontemi ilerleterek 1902 yilinda insan kalbinin elektrik aktivitesini detayli olarak
kaydetmeyi bagsarmis ve 1908 yilinda bu galigmasi ile Nobel 6diilii almistir (Luderitz &
de Luna, 2017; Silverman, 1992).

1.1.1. Elektrokardiyografinin Islevi ve PQRST Kompleksi

Kalpte elektrik sinyalleri Sekil 1'de goriildiigii gibi sag kulakgikta yer alan ve siniis
diigiimii (SD) adi1 verilen bazi hiicreler tarafindan yaratilir ve kalp kaslar1 izerinde ¢ok
diisiik voltajli akim seklinde yayilir (Sekil 1) (Bilt, 2022).



siniis diigiimi

AV diiglimii

His diigmesi

Sol ve sag demet ayr1 mi

Sekil 1 Kalpte elektrik enerjisinin dagilim kanallari

Kalp kaslarma gonderilen bu uyar1 sayesine once kalbin kulakgiklari daha sonra
karinciklar1 kasilarak kalp i¢inde yer alan kanin hareketini saglar. Kalpte meydana gelen
bu elektrik akimlar diisiik seviyede olsada, viicut yiizeyinden 0l¢iilebilecek diizeydedir.
ECG ile, kalpteki elektrik yiklerinin insan teninin farkli a¢1 ve Sekil 2'de gosterilen
noktalardan noktalarindan elektrotlar yardimu ile 6l¢iilmesi saglanir (Sekil 2) (Bilt, 2022).
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Sekil 2 Elektrot yerlestirme noktalari

Bu olglmlerin  ¢izdirilmesi ile olusan grafiklere elektrokardiyografi denir
(InformedHealth.org, 2006; Prineas et al., 2010). En sik kullanilan EKG yontemi, 12
derivasyonlu 10 saniyelik kayit yontemidir olup elde edilen EKG kaydinin 6rnegi Sekil

3 ile verilmistir.
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Sekil 3 12 derivasyon 10 saniyelik EKG érnegi

1.1.2. Normal Sinus Ritim

Saglikli bireylerde kalbin elektrik aktivitesinin belirli normlara uymasi beklenir. Bu
normlar genel olarak normal siniis ritim (NSR) olarak adlandirilir ve Sekil 4 ile verilen
temel araliklardan olusur. Saglikli bireylerde bazi temel EKG kompleksi araliklar1 ve bu
araliklar i¢in beklenen normal degerler Tablo 1 Normal sinds ritim karakteristikleri ile

verilmistir (Sauer et al., 2022).
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Sekil 4 Temel EKG araliklari

Tablo 1 Normal siniis ritim karakteristikleri

EKG Karakteristikleri Normal Degerler
Kalp Atist 60-100/dakika
P dalgas: sUresi <120 ms
P dalgas1 ylksekligi 0.15-0.20 mV
P-R siniis oran>130/d ise 170
araligi
. 130/d>siniis orant >100/d ise | 180-190
suresi
100/d>sintis orant>70/d ise 200
70/d>siniis orani ise 210

1.1.3. Normal Sinis Ritimden Sapmalar

Normal sinus ritimden meydana gelen sapmalar kalp yetersizligi (Soliman et al., 2017),

kalp krizi (Chang et al., 2019), inme (Agarwal & Soliman, 2013; Maheshwari et al., 2019)

ve ritim bozuklugu (Heckbert et al., 2018) gibi kardiyovaskiler hastaliklarin isareti

olabilecekleri gibi (Maron et al., 2014) 6lim riski (Afify et al., 2018) ile ilgili de bilgi
7



verebilirler. EKG okuma egitimi almig bir doktor genel olarak bu tip EKG anomalilerini
kolaylikla belirleyebilir. Ancak bu tip hastaliklarin EKG {izerinden tespit edilebilmesi
icin PQRST dalgalarinin voltaj yiikseklikleri ve siirelerine iliskin bilgilerin ¢ok dogru bir
sekilde ortaya koyulabilmesi gereklidir. Diger taraftan, doktor basina diisen asir1 hasta
sayisi nedeni ile doktorlar siklikla bu EKG’lerin analizine yeterli vakit bulmakta
zorlanmaktadir. Bununla beraber, hemen hemen her tecriibe seviyesindeki doktor, EKG
okuma egitim seviyesine bakmaksizin, hatali okuma yapabilmektedir (Begg et al., 2016;
Cook et al., 2020; Masoudi et al., 2006; Todd et al., 1996; Westdrop et al., 1992). Bu
asamada, EKG verisinin Yapay Zeka (YZ) ile otomatik olarak analizi {izerine yogun bir

literatiir geligsmistir.

Manuel EKG yorumlanmasindan kaynaklanan diger bir sakinca ise normal sindis ritminin
her zaman kardiyovaskiiler agidan bir sorun olmadig1 anlamma gelmemesidir. Ornegin,
YZ tekniklerinin normal sinds ritmi gosteren EKG verilerine uygulanmasi ile atriyal
fibrilasyon hastaliginin belirlenmesi mimkindur (Kamaleswaran, Mahajan, et al., 2018;
Perez et al., 2019). Daha ilginci, Parkinson hastaligi gibi temelde kardiyovaskiler
olmayan bazi hastaliklarin bile EKG verisine YZ uygulanmasi ile belirlenmesi
mumkindir (Oguz Akbilgic et al., 2020).

1.2. Elektrokardiyografiden Degisken Elde Etme Yontemleri

Klinik ortamda geleneksel EKG cihazlar1 yogun bir sekilde kullanilmaktadir. Klinik
ortamda uygulanan standart 12-lead EKG 10 saniye uzunlugundadir. Orneklem frekansi
cthazdan cihaza degismekle beraber, genel olarak S00Hz kullanilmaktadir. Dolayisi ile
tipik bir standart 12-derivasyon 10 saniye EKG verisi 5000x12 boyutunda bir matris
olusturmaktadir. Burada 12 siitunun her biri bir derivasyona karsilik gelmektedir. 5000
ise zamani1 gostermektedir. 5000x12 boyutundaki matrisin elementleri ise ilgili zamanda
ilgili derivasyonda olgiilen elektrik akimii mili volt (mv) cinsinden gostermektedir.
Standart 10 saniye EKG disinda, Holter cihazlar1 yardimi ile uzun stireli EKG kaydi da
yapilmaktadir. Ornegin 500 Hz &rneklem frekansinda 7 giinliik bir 12 derivasyon ECG
kaydi, 302.400.000x12 boyutunda veri Gretmektedir.

Giyilebilir teknolojiler ve alic1 teknolojilerindeki gelismelere paralel olarak artik EKG
klinik ortam ve cihazlardan bagimsiz olarak, akilli saat gibi kisisel cihazlar ile de

toplanabilmektedir. Bu cihazda klinik kalite de genellikle 30 saniye uzunlugunda tek
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derivasyon EKG verisini {iiretebilmektedir. Bu EKG verilerinin makine &grenmesi
algoritmalarinda kullanim1 genellikle degisken c¢ikarimi ydntemleri ile olmaktadir.
Burada degisken ¢ikarimi, EKG verisinin belirli 6zelliklerini 6zetleyen degisken yaratma

islemlerinin biitliniidiir.
EKG verisinden degisken ¢ikarma islemi asagida 6zetlenen {i¢ baslik altinda toplanabilir.
1.2.1. Geleneksel EKG Degiskenleri

Geleneksel EKG degiskenleri, genel olarak Sekil 4 ile verilen EKG’yi olusturan
dalgalarin boyu ve yiiksekligi ile ifade edilen degiskenlerdir. Siklikla kullanilan
geleneksel EKG degiskenlerine 0rnek olarak P dalgasi boyu ve yiiksekligi, QT siiresi, iki

R dalgasi arasi zaman, ST siiresi, T dalgasi yiiksekligi degiskenleri verilebilir.

1.2.2. Sinyal Isleme Yontemleri EKG Verisinden Degisken Cikarimi

Sinyalden degisken ¢ikarimi yoOntemleri temel olarak, ilgili sinyal verisinin belirli
karakteristik ozelliklerini temsil eden bilgilerin elde edilmesi islemlerini kapsar. Bu
islemler ortalama veya standart sapma gibi basit istatistiksel yontemlerle yapilabilecegi
gibi sinyal icerisindeki diizensizligi ve kaotik yapiy1 temsil edecek sekilde gelistirilmis
yontemlerle de yerine getirilebilmektedir. Sinyal isleme ile daha ¢ok, bu tip ileri analizler
isaret edilmektedir. Sinyal isleme yontemleri genel olarak zaman boyutu, frekans boyutu,

entropi ve dogrusal olmayan yontemler olarak siniflandirilir.
1.2.2.1. Fourier Doniisiimii

Kisa zamanli Fourier Déniisiimii (KSFD), ya da Izge Grafikleri, ¢ok bilesenli ve duragan
olmayan zaman serilerinin dogrusal zaman-frekans doniisiimlerinde kullanilan bir
yontemdir. KSFD doéniisiimlerinin karesi alinarak izge grafikleri elde edilir. Birden fazla
sinyalin izge grafiklerinin esanl gorsellestirilmesi ile sinyaller arasindaki zaman-frekans
boyutlarindaki benzerlikler gorsellestirilebilir. Bir sinyalin tekrarlayan izgeleri, o sinyalin
zaman-frekans uzayinda ne siklikta goriildiigiinii ifade eder (Sekil 5 Tekrarlayan Sinyal
motifinin zaman-frekans uzayinda KZFD ile gdsterimine bir drnek). Dolayisi ile, belirli
bir frekans ne kadar uzun siire tekrarliyorsa, izge grafiginde o kadar yogun olarak
renklendirilir. Bu nedenlerle, KZFD yontemi kullanilarak ¢ikarilan degigkenler, sinyal
igerisinde siklikla tekrar eden motifleri modellemekte olduk¢a basarilidir. Baslica

uygulama alanlar1 ses sinyallerinin islenmesi, metal plakalar {zerindeki catlaklarin



belirlenmesi, alicilarin  dizilimlerinin diizenlenmesi, online telefon ve video

goriismelerinde sinyal kalitesinin belirlenmesi ve daha bir¢ok alanda kullanilmaktadir.

100 120 140 160 180 200 220 240 260 280
Frekans (Hz)

Sekil 5 Tekrarlayan Sinyal motifinin zaman-frekans uzayinda KZFD ile gésterimine bir 6rnek

1.2.2.2. Dalgacik Doniisiimii

Siirekli Dalgacik Doniistimii (SDD), duragan olmayan sinyallerdeki gegislerin ve anlik
yiiksek frekansli degisimlerin modellenmesinde kullanilir. SDD zaman-frekans uzayini
degisken zaman araliklari ile tarar (Sekil 6 Siirekli Dalgacik Degisimi ile EKG tizerinde
gurdltd belirlenmesi). Zaman araliklari otomatik olarak zamana bagli olarak genisler.
Boylece, diisiik frekansli motiflerin modellenmesine uygun bir doniisiim gergeklestirir.
SDD ¢ok genis bir uygulama alanina sahiptir. Bu alanlardan bazilari, kalbin ve beynin
elektrik aktivitesini temsil eden EKG ve elektroencephalogram sinyallerinin analizi ve
daha genel olarak sinyallerin evresimli sinir aglari ile analizi i¢in doniistiiriilmesidir
(MATLAB, 2020).
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Sekil 6 Stirekli Dalgacik Degisimi ile EKG lizerinde giiriilti belirlenmesi

1.2.2.3. Entropi

Genel olarak entropi, bir sistem icerisindeki belirsizlik ya da dizensizlik olarak
tanimlanabilir. Siklikla kullanildigir termodinamik disiplininde ise, kapali bir
termodinamik sistemi igerisinde kullanima elverisli olmayan enerjinin bir 6lgtstdur.
Dolayist ile ilgili sistemin mevcut durumunun bir 6l¢iisii olarak da diistiniilebilir ve sistem
1sisindaki doniistiiriilebilir degisimler ile dogru sistem 1sisinin kendisi ile ters orantilidir.
Entropi, fizik alanindaki kullaniminin disinda, bilgi kurami ve zaman serileri arasindaki

benzerliklerin dl¢lilmesinde de uygulama alani bulmus olan bir kavramdir.

Entropi, Cladue E. Shannon (1951) tarafindan bilgi kuramina uyarlanmistir. Bilgi
kuraminda entropi, bir rastlant1 degiskeni i¢in belirsizlik 6lgtisii olarak tanimlanmaktadir
(Wang, 2008, s. 1). Herhangi bir X rastlant1 degiskeni i¢in hesaplanan ve H ile gosterilen
entropi, rastlanti degiskeninin tasidig bilginin bir 6l¢iistidiir. Diger bir ifade ile, Py (X)
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dagilim fonksiyonuna sahip oldugu varsayilan bir X rastlant1 degiskeni icin Esitlik 1 ile

verilen esitlik yardimi ile hesaplanir.

H(X) = —E[In Py (X)] )

Bu baglamda entropi, rastlanti degiskeninin gozlemlenen degerlerinin, ilgili rastlanti
degiskenin teorik dagilimina ne kadar uydugu bilgisini vermektedir. Buradan hareketle,
ornegin, normal dagilima uyan bir rastlant1 degiskeni icin Shannon Entropisi Esitlik 2 ile

verilen formil kullanilarak hesaplanir.

H(X) = —E[InPy(X)] = —E llnﬁe_(x%“)zl = —F llnl — In\2rwo —
lne_()%zl =z @)

Yukaridaki esitlikte yer alan Inv2mo entropi degeri bilinmeyen parametre degerlerine
sahiptir ve drneklemden hesaplanir. Ornegin, tam olarak standart normal dagilimi takip
eden bir drnek i¢in, drnek standart sapmasi 1 olacaktir ve entropi degeri In /2w olarak

hesaplanir.

Bilgi kuraminin bir uzantisi olarak da sayilabilecek sekilde, entropi, sonlu degerli zaman
serilerinin igerisindeki diizensizligin ve birden fazla zaman serisi arasindaki

benzerliklerin bir 6lgiisii olarak da kullanilmakladir.

Bununla birlikte, zaman serisi seklinde ifade edilen sistemler (zerinden entropi
hesaplamakta kullanilan yontemler, EKG gibi kisa siireli ve yiiksek oranda giiriiltii iceren
seriler i¢in uygun degillerdir. Bu soruna ¢0ziim olarak, yaklasik entropi (YakEnt)
kavramini ortaya atmistir (Pincus, 1995; Pincus & Singer, 1996; Pincus, 1991). YakEnt,
entropi ile yakindan iliskili olan sistem karmasiklig1 Olgiilerini  kullanarak
hesaplanmaktadir ve EKG ve benzeri fizyolojik verilerin olusturdugu zaman serilerinin
analizine uygundur. Ancak, YakEnt hem birbiri ile tutarsiz sonuglar tiretmekte hem de
uzunlu esit zaman serilerine uygulanabildigi i¢in kullanimi olduk¢a sirlt kalmistir.
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Orneklem Entropisi (OrEnt) (Richman & Moorman, 2000), YakEnt’in bu eksikliklerini

giderecek sekilde gelistirilmis olan diger bir entropi hesaplama yontemidir.

1.2.3. Evresimli Sinir Aglar1 (ESA)

Evresimli sinir aglar1 (Lecun et al., 1998), yada Ingilizcesi ile Convolutional Neural
Networks, 1990°1larda ortaya atilmistir. Ancak, model mimarisinde 6grenilmesi gereken
parametre sayisinin milyonlar: bulabilmesi ve zamanin teknolojilerini bu hesaplamalar:
yapabilecek kapasitede olamamasi nedeni ile yaygin kullanimi1 2010 sonrasina kalmustir.
ESA, ham verinin islenmesinde siklikla bir derin 6grenme algoritmasidir. ESA asil olarak
2 boyutlu resimlerin islenmesi i¢in ortaya atilmis olmakla beraber, 1 boyutlu sinyallerin
ve 3 boyutlu videolarin islenmesinde de kullanilabilmektedir. ESA yonteminin temel
amaci, evresimli katmanlar aracilig: ile girdi olarak verilen resmin (ya da sinyalin)
icerisinde, ¢ikt1 degiskenini tahmin etmekte kullanilabilecek motifleri yakalamak ve bu
motifleri temsil eden ndronlari normal ileri beslemeli aglar yardimu ile ¢ikt1 degiskeninin
kestirilmesinde kullanmaktir. Bu baglamda, ESA girdi olarak verilen resmi islerken, her
defasinda, yani birden fazla evresimli katmanlarda, orijinal resmin soyut temsili olan yeni
resimler yaratir. Bu yeni resimler yaratilirken ¢ikti ile iligkili olan motiflerin 6ne
¢ikarilmasi, iligkili olmayan alanlarin ise geri planda kalmasi (etkisinin azaltilmasi)
amagclanir. Diger bir ifade ile, evresimli katmanlar aracilig ile girdi resmi igerisinde ¢ikti
ile iliskisi olmayan gereksiz kisimlar filtrelenir. Bu filtrelenmis soyut resimler, diger ismi
ile degisken haritalari, normal ileri beslemeli yapay sinir agi katmanlari ile ¢ikti
katmanina baglanir. Diger bir ifade ile, verilen resimden evresimli katmanlar araciligi ile
degisken cikarilir ve bu degiskenler bilinen ileri beslemeli yapay sinir aglart modelleri ile
islenir. Dolayist ile, ESA degisken ¢ikarma amaci ile kullanildiginda tipik olarak son
evresimli katmanin diizlestirilmis ¢ikti néronlart en son egitilmis modelden ¢ikarilarak

degisken olarak kullanilir.

1.3. Degisken Secimi: Genetik Algoritma

Genetik Algoritma (GA), dogal segilim yasalar1 matematige uyarlayan bir stokastik
optimizasyon yontemidir. Genetik algoritma ile degisken seciminde bilgiler ikili sistemde
kodlanir ve her bir say1 bir degiskenin modelde yer alip almadigini gosterir. Amag,

Charles Darvin tarafindan ortaya atilan en glcli olanin hayatta kalmasi ilkesine gore,

ilgili hata fonksiyonunun en iy1 degerini veren degisken alt kiimesinin bulunmasidir. GA
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diger optimizasyon algoritmalarina kiyasla olduk¢a basarili sonuglar tiretmektedir (Eiben
& Smith, 2015). GA, saglam regresyon ve deney tasarimi gibi istatistiksel yontemlerin
parametrelerinin en iyi degerlerinin bulunmasi amaci ile de kullanilmistir (Hamada et al.,
2001). Bu ¢alismada GA, daha 6nceki basarili uygulamalarindan esinlenerek (Akbilgic,
2011; Akbilgic et al., 2014), EKG verilerinden elde edilen degiskenler arasindan ilgili
ciktt degiskenindeki degisimi  en iyi aciklayan degiskenlerin belirlenmesinde

kullanilacaktir.

Bu caligmanin ikinci boliimiinde tip alaninda sinyal tiirli veriler ve bu verilerin ne tiir
hastaliklarin teshisinde kullamildigi yer almaktadir. Ugiincii béliimde, sinyale tipi
verilerden degisken ¢ikarmakta kullanilan baslica yontemler ifade edilmistir. Dordiincii
boliimde, gelistirdigimiz OSMT yonteminin teorik altyapisi ve besinci boliimde ise
OSMT yéntemi, kardiyovaskiiler hastaliklarin 6nceden tahminine uygulanmistir. Sonug
boliimiinde c¢alismamizin ¢ikarimlart 6zetlenmis ve ilerili c¢aligma planlarina yer

verilmistir.
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2. OLASILIKSAL SEMBOLIK MOTIF TANIMA

Zaman serileri analizi, istatistigin, literatiirii oldukc¢a olgunlagmis bir alt dalidir. Siklikla,
zamana bagl bir degiskenin gelecekteki degerlerinin tahminlenmesine yonelik analizleri
icerir. Bir¢ok zaman serisi, degerleri, gegmis degerleri ile agiklanan otoregresif yapidadir.
Otoregresif Hareketli Ortalama ve tiirevi olan hemen hemen tiim zaman serileri teknikleri,
bagimli degiskenin gercel degerli siirekli bir olasilik dagilimina sahip oldugu varsayimina

dayanir (Zhang & Moore, 2014).

Zaman serilerinin analizine dair diger bir ilgi alani ise, farkli serilerin benzerliklerine gore
kiimelemesidir. Dinamik Zaman Bikumia (Li & Clifford, 2012), bu fikre dayanan
algoritmalara bir 6rnektir. Diger taraftan, Kesikli Fourier Donistimii (KFD) (Harris,
1978; Ream, 1977), Dalgacik Doniistimi (Schiff et al., 1994; Shima & Nakayama, 2009),
Parcali Toplamsal Yakinsama (Ren et al., 2018) ve Sembolik Toplamsal Yakinsama
(STY) (Lkhagva et al., 2006a, 2006b) gibi zaman serilerini birbirini takip eden pargali
zaman dilimlerinde gerceklesen olaylar olarak ifade etmeye dayanan yontemler de
mevcuttur. Bu yOntemlerin tamami, zaman serisi verisinin mevcut kiumeleme

analizlerinin uygulanabilecegi tiirden veriye doniistiiriilmesine dayanir.

Aslinda zaman serileri, oriintii ve fonksiyonel iligkilerin, birbirini izleyen olaylar zincirine
bagli oldugu, sirali veri tlirtiniin 6zel bir halidir. DNA iizerine kodlanmis olan genetik
bilgiler, sirali verinin zamana bagli olmayan haline bir 6rnek olarak verilebilir. Zaman
serileri siral1 verilerin 6zel bir hali oldugu i¢in, genel kapsayici bir ¢ergeve icerisinde siralt

veriler igin gelistirilmis modeller, zaman serilerine de uyarlanabilir.

Bu ¢alisma, sirali verilerin analizinde yeni bir yontem olan Olasiliksal Sembolik Motif
Tanima (OSMT) (Akbilgic & Howe, 2017) tekniginin tanitilmasini amaglamaktadir.
OSMT, tlrlerin DNA dizilimlerine gore smiflandirilmasi1 (Akbilgic & Howe, 2017),
elektrokardiyografi (EKG) verilerin den ritim bozuklugu belirlenmesi (Kamaleswaran,
Mahajan, et al., 2018; Mahajan, Kamaleswaran, Howe, et al., 2017) ve tahmini (Mahajan,
Kamaleswaran, & Akbilgic, 2017; Sutton et al., 2019), yogun bakim {initelerinde kan
zehirlenmesi riskinin erken tahminlenmesi (Kamaleswaran, Akbilgic, et al., 2018; van
Wyk et al., 2017) ve Parkinson Hastaliginin (O Akbilgic et al., 2020) hareket kabiliyetini
sinirlayan belirtilerinin ortaya ¢ikmasindan evvel, EKG verisinden teshisi gibi ¢ok genis

bir yelpazede kullanilabilir.
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OSMT modelinin tek kapsayici varsayimi, seriyi olusturan verilerin (sembollerin) sonlu
sayidaki sembolden olusan bir alfabeden geliyor olmasidir. Ilgili alfabenin sembolleri
bilinen ya da yaratilabilecek herhangi bir sembol kiimesinden olusabilir. Ancak, dil birligi
saglamak agisindan, bu calismada kullanilacak semboller, Ingiliz Alfabesini olusturan
terimlerinden secilecektir. Bu bolimdeki tanimlar ve teorik gosterimler Oguz Akbilgi¢’in
Sequential Analysis Dergisinde yayimlanan ‘Symbolic Pattern Recognition’ isimli

calismamsindan alintilanmistir (Akbilgic & Howe, 2017).

Tamim 1. Olasihiksal Sembolik Motif Tanima (OSMT): OSMT, birbirini takip eden
olaylarin (sembollerin) aralarindaki geg¢is davranisinin modellenmesine dayanan bir
sinyal isleme yontemidir. Bir serinin gelecek degerlerinin tahminlenmesine ya da birden

fazla serinin siniflandirilmasi ve kiimelenmesi analizlerinde kullanilabilir.

Yukarida belirtildigi lizere, OSMT yontemi, degerleri belirli bir sembol kiimesinin
elemant olan sirali verilerin analizinde kullanilir. Alfabe olarak adlandiracagimiz bu
kiime, gdsterim kolaylig1 acisindan, 26 harfli Ingiliz Alfabesi, I={a,b,c,...,z},
kullanilarak Esitlik 3’de verildigi gibi gosterilecektir.

As = I, ©)

Esitlik 3’de s ile alfabe uzunlugu gosterilmektedir. Ornegin s = 3 ile tanimlanan seriler,
Ingiliz Alfabesi’nin ilk ii¢ harfleri olan a, b ve ¢ de olusacaktir ve A; = {a, b, c} ile

gosterilecektir.

OSMT, elemanlar1 sembollerden olusan sirali serilerin, olasiliksal modellerinin,
gozlemlenen gecis frekanslari yardimi ise olusturulmasina dayanir. Burada semboller
arasindaki gecisler, k-sembollii motif gecisi olarak ifade edilmektedir. Ornegin bes
elemanli ‘abcbb’ serisinde ilk semboliin ‘a’ dan ‘b’ ye doniismesi (‘abcbb’) 1-sembolli
motif ge¢isi, ‘bcb’ nin ‘b’ ye (‘abcec’) doniismesi ise tig-sembolli motif gegisine drnektir.
Burada modellenecek olan en ¢ok motif gecis uzunlugu, k ile gosterilecektir. Gegis
olasiliklarinin tek sembol gegislere sinirlandirilmamasi sayesinde, klasik Markov
Siireglerinden farkli olarak, bir sembolden digerine gegislerin sadece son gozlemlenmis

sembole degil, belirlenen sayidaki gozlemenmis olaylara bagli oldugu g0z Onune
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alinmaktadir. Diger bir ifade ile, daha uzun siireli bir bellek kullanilarak, serilerin

olasiliksal modelinin olusturulmasi hedeflenmektedir.

k-sembollii gegis olasiliklarinin hesaplanmasi i¢in dncelikle, her bir gegisin gozlemlenen
frekanslarinin tutuldugu k-sembollii gegis frekanslar1 matrisleri (GFM), alfabe uzunlugu

s olmak tizere asagidaki gibi ifade edilir.

GFM, =F;; ,i=1,..,s"vej=12,..,s (4)

Esitlik 4’de yer alan GFM;, nin her bir elemaninin, bulunduklar1 satirin toplamina

bolunmesi ile, k-sembollii gegis olasiliklart matrisleri (GOM,) elde edilir.

GOMk - 01] ’i = 1’""Sk vej = 1F2F"'IS’ Ol] = SFi’j (5)
' ' Yie1Fij
Ornek  1:  As;={ab,c} alfabesinin  elemanlar1  ile  olusturulmus

S =" aabcabccbabcabcbaabc’ sembolik serisi igin 2-sembollii gegis frekanslarn ve

olasiliklart Tablo 2 ile verildigi gibi hesaplanir.

Tablo 2 Gegis Frekanslari Matrisinden Gegis Olasiliklari Matrisinin elde edilmesi

GFM; GOM;
Total

a b Cc a b c
aa 0 2 0 2 0,0 1,0 0,0
ab 0 0 5 5 0,0 0,0 1,0
ba 1 1 0 2 0,5 0,5 0,0
bc 2 1 1 4 0,5 0,25 0,25
ca 0 2 0 2 0,0 1,0 0,0
cb 2 0 0 2 1,0 0,0 0,0
cc 0 1 0 1 0,0 1,0 0,0
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3.1. OSMT Yonteminin Sayisal Degerli Serilere Uygulanmasi

Daha once ifade edildigi gibi OSMT yontemi, sonlu sayida bir alfabenin elemanlari ile
olusturulmus sembolik serilere uyarlanabilmektedir. Degerleri sonsuz elemanli bir
kiimenin elemanlari ile olusturulmus seriler, 6rnegin gercel degerli sayisal seriler, kesikli

hale getirildikten sonra OSMT yontemi ile analiz edilebilirler.

Gercel degerli X rastlanti degiskenin degerleri ile olusturulmus S sayisal serisi, tiim
gozlemlenmis degerlerine bir sembol karsilik getirilerek Kkesikli hale getirilebilir.
Problemin yapisina bagli olarak bu siireg, veriden ¢ikarim ya da uzman tavsiyesine bagh
olarak gergeklestirilebilir. Ornegin, X~N(u, o) varsaymmi altinda, S serisinin her bir
elamani, asagidaki kurala bagli olarak, As = {a, b, ¢, d} alfabesinin elemanlari ile ifade

edilerek kesikli hale getirilebilir (Tablo 7).

a: *—oo < x < ®71(0,25,4,0)
b: * ®71(0,25,4,0) < x < ®71(0,50, u, o)
c: *®71(0,50,u,0) < x < ®1(0,75, u, 0) l

d: «®71(0,75,u,0) < x <+ o

Sekil 7 Sayisal degerli serilerin semboller ile ifade edilmesi

Bazi durumlarda kesikli hale doniistiirme islemi uzman goriisii alinarak da yapilabilir.
Ornegin, eldeki seri belirli bir zaman aralifinda bir hastaya ait kaydedilmis diyastole kan
basinci degerleri ise, bu degerleri, 6rnegin, 65 in alt1 (diisiik), 65 ve 75 arasi (normal) ve

75 tizeri (yliksek) igin li¢ ayr1 sembol kullanarak da kesikli hale getirmek uygun olabilir.
3.2. OSMT ile Degisken Cikarimi

Geleneksel istatistiksel modelleme ve makine 6grenmesi yontemlerinde kullanilan
tahminleyici degiskenler her bir érnek igin tek bir sayisal deger ile ifade edilebilen tiirden
degiskenlerdir. Ornegin, yas, egitim seviyesi, cinsiyet gibi degiskenler her biri igin tek bir
deger alirlar. Ancak, ayn1 6rnekten alinmig 200 Hz frekansinda kaydedilmis 10 saniyelik
derivasyon | ECG, kalbin elektrik aktivitesine dair 2000 6l¢lim deger iiretmektedir. Bu

ve benzeri boylamsal veriler, degisken ¢ikarimi islemlerine tabi tutularak modellenirler.
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Cikarilan bu degiskenler, ilgili modelin girdi degiskenleri olarak kullanilir. Bu baglamda,
OSMT, sembolik serilerin birbirlerine benzerliklerinin bir O6l¢iisii olarak degisken

¢ikariminda kullanilabilir.

OSMT yo6nteminde sembolik serilerin gecis davraniglar: gegis olasilik matrisleri ile ifade
edilmektedir. Bu nedenle, gecis davranislart birbirine benzerlik gosteren serilerden elde
edilen ge¢is olasilik matrislerinin degerlerinin de birbirine benzer olmasi beklenir.
Buradan hareketle, OSMT ile degisken ¢ikarimi, farkli serilerin olasilik ge¢is matrisleri
arasindaki uzakligin olgiilmesi ile olusturulan ge¢is benzerlik matrislerinin (GBM)
hesaplanmasin1 temel almaktadir. Dogal olarak, birbirinin aynisi i ve j serilerinin
karsilastirilmasi ile elde edilen uzaklik degerinin, GBM;j=0, mikemmel benzerlik

degerini vermesi beklenir.

GBM matrisinin hesaplanabilmesi icin, analize konu olan seriler icin hesaplanan
GOM’larin ayn1 boyutta olmasit gerekir. Bunu saglamak igin, her bir seride

g6zlemlenmemis motifler, satir degerleri O olacak sekilde GOM’lere dahil edilmelidir.

k =1,2,..,max (n,) ve D; ve D; serilerine ait gegis olasilik matrisleri GOM. ve GOM,{
olmak Gzere, D; ve D; arasindaki mutlak uzaklig1 ifade eden GBM;; Esitlik 6’da verilen

esitlik ile hesaplanir.

GBM;; = d(GOM}, GOM)) = Y075 s |GOML(r, c) — GOMI(r,c)| (6)

Esitlik 6°da, Nk, GOM;, matrisindeki motif sayisin1 (yada satir sayisini), Ny ise en biyuk

alfabe boyutunu (uzunlugunu) goéstermektedir. Agiktir ki, her bir k-sembol gegis igin

ayr1 bir benzerlik matrisi elde edilmektedir.

Yukarida ifade edildigi bicimde hesaplanan uzakliklara dair baz1 6zellikler asagidaki gibi

siralanabilir.

e Farkli uzunluktaki seriler karsilastirilabilir.
e Farkli alfabeler ile ifade edilmis seriler karsilastirilabilir.

e Eger seriler zaman serisi ise, verilerin derleme frekansi esit olmalidir.
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Burada hesaplanan GOM matrislerinin siitunlar1 geleneksel istatistiksel modelleme ve
makina 6grenmesi yOntemlerinde birer degisken olarak kullanilabilecekleri gibi bu

matrisler danigsmansiz Ogrenme yoOntemlerinde kiimeleme analizi amaci ile de

kullanilabilir.
3.3. OSMT ile Tahminleme

Olasiliksal Sembolik Motif Tanima yontemi kullanilarak kesikli sembolik verilerin hentiz
gozlemlenmemis davranisi tahmin edilebilir. D, n uzunlugunda elemanlar1 d; sembolleri
ile ifade edilen bir kesikli sembolik seri olsun. Ayrica d; sembollerinin A =
{a,,a,, ..., ays} alfabesinden alindigimi varsayalim. Bu durumda d,,; sembolin a;

olmasi olasilig1 Esitlik 7 de verilen formil ile hesaplanir.

P(dn+1 = ale) =W X P(akldn) + w» X P(akldn—ldn) + w3 X P(akldn—zdn) +

et Wnp X P (akldn—np+1dn—np+2 dn) (7)

Esitlik 7°de yer alan kosullu olasiliklar, uygun GOM, matrisleri kullanilarak hesaplanir.
Ornegin, P(ay|d,,) olasihgi GOM, ve P(ay|d,_,d,) olasiligt GOM, matrisi kullanilarak
hesaplanir. Burada P(d,.; = ax|D), agirlikli ortalama hesabindan ibarettir. wj, > 0
agirlik degerleri k-sembollii gegis olasiliklarini ifade eder, ve bu agirlik degerlerinin

toplamui 1 e esittir, )., wy, = 1.
OSMT nin tahminlemede kullanimi1 daha énce verilen S =’ aabcabccbabcabcbaabc’

serisi iizerinden yapilabilir. Gosterim kolaylig1 i¢in, n,, = 3 segecek olursak en fazla 3

sembollii gecis olasiklarini hesaba katarak S serisinin hangi sembol ile devam edecegini
tahmin edebiliriz. Bu hesaplamay1 yapabilmek igin 6ncelikle Tablo 3, Tablo 4 ve Tablo

5’deki gibi gecis olasiliklart olusturulur.

Tablo 3 S serisi igin 1-sembollu gecis olasiliklarr matrisi

a b c
a 0,29 0,71 0,00
b 0,29 0,00 0,71
c 0,40 0,40 0,20
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Tablo 4 S serisi igcin 2-sembollu gecis olasiliklarr matrisi

a b C
aa 0,00 1,00 0,00
ab 0,00 0,00 1.00
ba 0,50 0.50 0.00
bc 0,50 0,25 0,25
ca 0,00 1,00 0,00
ch 1,00 0,00 0,00
cc 0,00 1,00 0,00
Tablo 5 S serisi igin 3-sembollu gegis olasiliklarr matrisi
a b C
aab 0,00 0,00 1,00
abc 0,50 0,25 0.25
baa 0,00 1.00 0.00
bab 0,00 0,00 1,00
bca 0,00 1,00 0,00
bcb 1,00 0,00 0,00
bcc 0,00 1,00 0,00
cab 0,00 0,00 1,00
cha 0,50 0,50 0,00
cch 1,00 0,00 0,00

Tablo 3, Tablo 4 ve Tablo 5 ile verilen motif gecis olasiliklari1 d,,_,d,, = abc bilgisi

kullanilarak S serisini takip etmesi muhtemel tiim sembollerin olasiliklar: sirasi ile Esitlik

8, Esitlik 9 ve Esitlik 10 ile hesaplanir.

palo)+p(albc)+p(alabc)  0.40+0.50+050

P(alS) = -
P(b|S) = P(blc)+P(b|l;C)+P(b|abC) _ 0-40+0.25+0.25
P(c|S) = P(clo)+p(c|bc)+p(clabc) _ 0.20+0.25+0.25

3 3
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Esitlik 8, Esitlik 9 ve Esitlik 10 ile elde edilen sonuglarina gore
S =" aabcabccbabcabcbaabc’ serisinin ‘a’ sembolii ile devam etmesi en olasi secenek

olarak belirlenmistir.

Burada verilen ornekte 1-, 2, ve 3-sembollii gegis olasiliklarinin esit oldugu

varsayllmigtir. Ancak bu agirliklar probleme 6zel, verilen bir ¢ikti degerini optimize

edecek sekilde de belirlenebilir.
3.3. OSMT ile Simiflama Analizi

OSMT yontemi kullanilirken hesaplanan gegis olasiliklart matrisleri bir bakima kesikli
sembollerden olusan bir dizinin olasilik matrislerine indirgenmesi islemleridir. Bu
nedenle, gegis olasiliklar1 matrisleri birbirine benzeyen serilerin sembolleri arasinda
benzer gecis davranis1 gosterdikleri ve dolayist ile birbirlerine benzer olduklari beklenir.
Buradan hareketle, iki serinin birbirine benzerliklerinin bir Olglisii olarak Gegis

Olasiliklar1 Benzerlik (GOB) kavramini ortaya atiyoruz.

Tamm 2: iki sembolik serinin olasilik gecis matrisleri arasindaki matematiksel uzakliga

Gegis Olasiliklart Benzerligi denir ve GOB ile gosterilir.

Gecis Olasiliklar1 Matrisinin matematiksel formiilasyonu, birbirinin ayni iki seri
arasindaki uzakligin sifir olacagi sekilde tanimlanacaktir. Bunun diginda asagida verilen

ozellikleri de saglamasi beklenmektedir.

e Karsilastirilan serilerin uzunluklarinin ayni olmasi gerekmemektedir.

e Serilerin ayn1 alfabenin sembollerinden olusmasi gerekmemektedir.

Yukarida verilen o6zellikler OSMT ile iki serinin karsilastirilmasinda biiyiik esneklik
saglamaktadir. Ancak, karsilastirilan serilerin olusturuldugu alfabelerin ortak sembolleri

ayni anlami ifade etmektedir. Buradan hareketle:

e Karsilastirilan serilerin zaman serisi olmasi durumunda, verilerin toplanma
periyodunun ayni olmasi gerekir. Ornegin, giinliik telefon satis rakamlari serisi ile
aylik mobilya satiglari serilerini karsilagtiramayiz.

e Eger sembolik seriler gercel degerli serilerin kesikli hale getirilmesi ile elde

edilmis ise, her iki seri de ayn1 yontem ile kesikli hale getirilmis olmalidir.
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Hesaplamalarda kolaylik saglamak agisindan, karsilastirilan iki seriye ait gecis olasiliklari
matrislerinin ayni boyuta getirilmesi beklenir. Birbirinden farkli sembolleri olan serilerde
her iki matrise de eksik olan semboller tiim satir elemanlar1 0 olan yeni situn eklenmesi
ile gerceklestirilir. Diger taraftan, bir seride gézlenmis digerinde gozlenmemis gegis
motifleri, tlim siitun elemanlar1 O olacak sekilde yeni bir satir olarak eklenir. Buradan

hareketle, D; ve D; serilerinin k-sembollii gegis olasiliklart matrisleri olan GOM. ve

GOM ,i arasindaki uzaklik Esitlik 11 ile verile formiil yardimi ile hesaplanir.
uzaklk(GOML, GOM]) = Y0P S |GOML(r, ¢) — GOM](r, 0| (11)

Esitlik 11 de N,k ile k’inc1 gecis olasiliklar: matrisinde yer alan motif sayis1 (satir sayist)
ve N; ile de en uzun alfabe uzunlugu ifade edilmektedir. Dolayisi ile uzaklik, GOM
matrisleri arasindaki elemanter farklarin mutlak degerlerinin  toplami  olarak
hesaplanmaktadir. Burada k degerinin birden biiylik olacagi, yani sadece tek sembollii

gecislere bakilmayacagi varsayimi altinda, GOB Esitlik 12°de verildigi gibi hesaplanir.
GOB;; = Y7, uzaklik(0GM}, 0GM]) (12)

Birbirinden fakli m serinin karsilastirilmasi, elemanlar1 GOB; j (i,j = 1,2,...m) olacak
sekilde ve diyagonal elemanlar1 O olan m X m boyutunda bir kare matris olusturacaktir.
Burada diyagonal elemanlarin O olma nedeni, ayni serinin kendisi ile karsilastirilmasini

ifade etmesi, yani 0 uzaklik ve maksimum benzerlik ifade etmesidir.

Ornek 2. Siiflandirma analizine bir 6rnek olmasi agisindan S; = {abccchba}, S, =
{abcccba} ve S; = {abcccba} serilerini ele alalim. Bu seriler arasinda bir ve iki
sembolli gegis olasiliklar1 dikkate alinarak elde edilen gegis olasiliklari benzerlik
degerleri Esitlik 13 ile ifade edilen matris ile verilmistir.

0 1 3
GOB=<1 0 2) (13)
3 20
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Esitlik 13 ile verilen GOB degerlerine gore, semboller arasi ge¢is davranisi agisindan, S;
ve S, serileri birbirine en ¢cok benzeyen seriler S; ve S5 serileri ise birbirinden en farkli

serilerdir.
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4. UYGULAMA

Bu bélimde OSMT yonteminin gergek hayat problemlerinde kullanimai i¢in yapilan 6rnek

projeler yer almaktadir.
4.1. OSMT ile Siniflandirma: DNA Dizilimi Siniflama Uygulamasi

Bu alt boliimde OSMT yonteminin simiflandirma analizinde kullanimi {izerine bir
uygulama sunmak amaglanmistir. Siniflama uygulama alani olarak, tlirlerin kismi DNA
dizilimleri kullanilarak uygun biyolojik siniflara ayrilmasi problemi ele alinmistir. Bu
uygulamanin se¢ilmesinin amaglarinda biri, OSMT’nin sadece zaman serileri igin
tasarlanmadigin1 gostermektir. Bu kisimda gosterilen uygulama, OSMT’nin ilk ¢ikis
makalesinden alintilanmistir (Akbilgic & Howe, 2017).

Bu uygulama da amacg, kismi DNA dizilimleri verilen 13 salyangoz tirunin, OSMT
yontemi ile uygun biyolojik siniflara ayrilip ayrilmadigini degerlendirilmesidir.
Amacimiza yonelik 13 salyangoz tiiriine ait kismi DNA dizisi verileri Amerikan Ulusal
Biyoteknoloji ~ Enformatik =~ Merkezi’'nin  internet  sayfasindan  indirilmistir.
(http://www.ncbi.nlm.nih.gov/nuccore’). Bu ii¢ salyangoz tiirii Sekil 8’de verilen
taksonomi hiyerarsisine uyan Neogastropods (ya da koni salyangozlari) Tonnaids ve
Cowries tarleridir. Sekil 8’den goriildiigi tizere, Tonnaids ve Cowries tiirleri birbirine

Neogastropods e oldugundan daha yakindir.

Neogastropods

Tonnoids

Sekil 8 Ele alinan (¢ salyangoz turunun taksonomi yapisi
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Elimizdeki 13 DNA diziliminden 7 tanesi (ConMag, ConCap, ConEbr, ConCha, ConMar,
ConOma, ve ConCir) Neogastropods in alt tirleri, iki tanesi (TonNob ve TonAnu)
Tonnaids in alt tdrleri ve dort tanesi ise (CowTig, CowAnn, CowMon ve CowLsa)

Cowries in alt tirleridir.

Kismi DNA dizileri verilen 13 salyangozun oncelikle olasilik gecis matrisleri np=17
olacak sekilde 17-sembollii gegis olasiliklarina kadar hesaplanmigtir. Daha sonra bu
serilerin ikili karsilagtirmalarin1 ifade etmek iizere olasilik gecis benzerlik degerleri
hesaplanmistir. Birbirleri ile ikili olarak karsilastirilan 17 seri dolayisi ile 17x17

boyutunda Tablo 6 ile verilen uzaklik (ya da benzemezlik) matrisini olusturmustur.

Tablo 6 13 salyangoz tiiriiniin DNA’lari arasi benzemezlik matrisi

Cone Snails Tonnaids
Con Con | Con Con Con ConO | Con | Ton Ton Co Cow Cow CowL
Mag | Cap | Ebr Cha Mar ma Cir Nob Anu | wTi | Ann Mon SA
g
Cone | ConMg 0 11.8 | 121 11,3 11,4 11,8 12,2 12,6 12,2 12,7 | 125 12,8 125
Snail | ConCap 118 | 0 11,1 | 116 [118 [ 121 | 118 [ 126 | 124 | 127 [ 125 | 127 13,6
S ConEbr 12.1 121 |1 0 10,1 12,2 12,1 12,1 12,5 12,6 126 | 12,6 125 12,4
ConCha 11.3 11,6 | 10,1 0 11,6 12,0 11,7 12,7 12,2 126 | 12,6 12,5 12,4
ConMar 114 [ 118 [ 122 | 116 | O 9,1 106 | 126 124 | 126 | 125 12,6 12,6
ConOma 11.8 12,1 | 121 12,0 9,1 0 115 12,5 12,4 126 | 12,6 12,6 12,6
ConCir 11.2 11,8 | 12,1 11,7 10,6 115 0 12,7 12,5 125 | 12,4 12,7 125
Tonn | TonNob 12,6 126 | 125 12,7 12,6 12,5 126 | 0 12,2 126 | 125 125 12,7
aids TonAnu 12,2 12,4 | 12,6 12,2 12,4 12,4 12,5 12,2 0 12,6 | 124 12,5 12,4
Cow | CowTig 12.7 12,7 | 12,6 12,6 12,6 12,6 125 12,6 12,6 0 12,3 12,4 12,2
ries CowAnn 12.5 125 | 12,6 12,6 12,5 12,6 12,4 125 12,4 12310 12,0 12,3
CowMon 12.8 12,7 | 125 12,5 12,6 12,6 12,7 12,5 12,5 12,4 | 12,0 0 12,1
CowlLsa 125 126 | 124 12,4 12,6 12,6 125 12,7 12,4 122 | 12,3 12,1 0

Tablo 6°da yer alan uzaklik degerleri kullanilarak Sekil 9°da yer alan 1s1 haritasi
cizilmistir. Bu 1s1 haritasinda mavi hi¢ 0 uzaklik degerini, dolayisi ile benzerligi ifade

etmektedir. Kirmiz1 ise en yliksek uzakligi, dolayisi ile benzemezligi ifade etmektedir.
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T T T T T T

ConMag

CornCap

8

nEbr
ConCha
ConMar
ConOma b=

ConCr

—————— ~ _ Tonnaids

~
Tonhcb

TorAnu |~
CowTig f—
CowAnn

CowMon

Cowisa |-

CarMag ConCap CanFnr ConCha ConMar Coanima anCir TanNah TonAmi CowTig ComwAnn Comdlan Cowlisa

Sekil 9 Salyangozlarin DNA benzemezlik degerlerinden (iretilen sicaklik haritasi

Sekil 9’da yer alan sicaklik haritasindan anlagilacagi tizere OSMT yontemi ayni
taksonomik yapidan gelen tiirler arasinda diisiik uzaklik (benzemezlik) degerlerini basari

ile tiretmistir.

Sekil 10 ile yine Tablo 6°da yer alan uzaklik degerleri kullanilarak aga¢ diyagrami

cizilmistir.
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|

Tonnaides Cowries

y o1

Cone
35 b= J‘,

i

Canbar ConOma CanMan ConCGir ConFr CanCha ConCap TanNob Tondnu CowTig CowAnn CaorwMon Cowlsa

Sekil 10 Salyangozlarin DNA dizileri arasindaki benzemezlikten elde edilen agag¢ diyagrami

Sekil 10°da yer alan agag¢ diyagrami, OSMT ’nin danismansiz siiflandirma islemini DNA
dizileri tizerinden mitkemmel dogruluk orani ile gergeklestirdigi goriillmektedir. Howard
Hughes Medical Institute (Institute, 2009) tarafindan yayinlanan bu uygulama
probleminin orijinal halinde hizalama yontemi kullanilmigtir. Hizalama yontemi, DNA
analizinde ¢ok siklikla kullanilmaktadir (Altschul et al., 1990). Bizim ¢alismamizda ise
herhangi bir hizalama yontemi kullanmada, dogrudan DNA dizilimlerine OSMT yontemi
uygulayarak tiirleri dogru bir sekilde simniflandirabildik. Buradan hareketle DNA
dizilimlerinde niikleotidlerin birbirini takip etme davranislarinin tesadiifi olmadig:

hipotezi ortaya atilabilir.
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4.2. OSMT Yontemi ile Simiflandirma: Konjestif Kalp Yetersizligi Uygulamasi

4.2.1. Problemin Tanitim

Konjestif Kalp Yetersizligi (KKY) ileri evre koroner hastalik olarak ortaya ¢ikan kronik
bir hastaliktir. KK, kalbin viicuda yeterli kan pompalayamamasi seklinde gelisir (Mudd
& Kass, 2008). KKY en onde gelen halk sagligi sorunlarindan birisidir ve diinya
genelinde 23 milyondan fazla kisiyi etkilemektedir (Mozaffarian et al., 2016; Roger,
2013). KKY ilk evrelerinde genel olarak asemptomatik ancak ilerleyici bir hastaliktir.
Erken teshis edilmesi halinde kalbin kan pompalama fonksiyonunu gigclendirecek
mudahaleler mimkindur. Bu yolla hayati tehlike yaratabilecek atriyal fibrilasyon ve
karaciger hastaliklarinin da oniine gegilebilir. KKY hastaliginin yayginhigi ve dolayisi ile
toplum saglig1 tlizerindeki olumsuz etkisi, erken teshiste kullanilacak sinyal isleme

yontemleri yardimu ile diisiriilebilir (Saykrs, 1973).

Yiiksek KKY riskinde olan hastalarin EKG’leri genellikle genislemis QRS kompleks
gosterirler. EKG Uzerindeki R-R araliklar1 arasindaki degiskenligin 6lgiisii olan kalp atisi
degiskenligi (KAD), kalbin dinamik yapis1 hakkinda onemli bilgiler vermektedir
(Akselrod et al., 1985; Coumel et al., 1994; Rajendra Acharya et al., 2006; Saykrs, 1973).
Son on yilda, KKY teshisi i¢in R-R araliklarinin analizine dayali bir¢gok yontem ileri

strilmuistlr. Bu teknikler genel olarak asagida verilen ii¢ kategoride toplanabilir.

e Zaman-alani metrikleri: RR siireleri ortalamasi1 (RRO), R-R sirelerinin standart
sapmast (RRSS), Birbirini takip eden R-R siireleri farkinin kareli ortalamasi
(RRKO), 50 mili saniyeden ¢ok farki olan komsu R-R araliklar1 sayis1 (RR50)
(Rajendra Acharya et al., 2006).

e Frekans alant metrikleri: Bu metrikler kesikli otonom sinir sistemin Fourier ve
Dalgacik doniisiimii yontemleri ile ECG verisinin 0-0,40 frekans gi¢ spektral
bandinda analizi ile elde edilir (Akselrod et al., 1981; Malliani et al., 1991;
Montano et al., 1994).

e Diger Yontemler: Kesikli Fourier ve Dalgacik ddniisiimlerinin yani1 sira Ornek
Entropi, Ornek Asimetri, R-R araliklarmin Lorenz (or Poincare) semalari be HRV
ucgensel indeks gibi diger metriklerde KKYY hastaliginin teshisinde kullanilmistir
(Guzzetti et al., 2000; Ho et al., 1997; Isler & Kuntalp, 2007; Kamen & Tonkin,
1995; Poon & Merrill, 1997; Yee et al., 2001).
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KKY teshisi alaninda EKG kullanimina dair zengin bir literatiir bulunmaktadir.
Bunlardan birisinde, KKY hastalarinin EKG’den belirlenmesi amaci ile, R-R
araliklarindaki karmasikligi olcecek yeni bit Cok Olgekli Ornek Entropi yontemi
Onerilmistir. Bu yontemle elde edilen degisenlerin Fisher Ayirma analizi ile analizi
sonucu egitim veri setinde %92 dogru siniflandirma orani elde edilmis olsa da, dnerilen
model test verisinde sadece %76 dogruluk oranini yakalamistir (Costa & Healey, 2003).
Bu konuda yapilan diger bir ¢alismada ise 6lgege bagimli Lypanov kuvveti ile HRV
dinamiklerinin karakterize edilmesi amaglanmis ve %100 sensitivite ve 95% spesifite
elde edilmistir (Hu et al., 2010). Diger bir ¢alisma da ise Uglnci dereceye kadar
kiimiilatife spektrumlar hesaplanarak HRV degerlerinin ikili spektrum degiskenleri
hesaplanmistir. Bu degiskenlerin boyutu daha sonra Genetik Algoritma ile indirgenmis
ve segilen degiskenler destek vektor makineleri yardimi ile analiz edilerek KKY
teshisinde %97.5 dogruluk orani yakalanmistir (Yu & Lee, 2012). Uzun sureli HRV
kayitlarindan elde edilen dlgumlerinin siniflandirma ve regresyon analizi yontemleri ile
analiz ise %63.6 spesifite ve %93.3 sensitivite ile KKY teshisi yapabilmistir. Son olarak,
R-R serilerine bulanik 6rnek entropi ve Ornek entropi uygulanmasi ile elde edilen
degiskenler ile KKY smiflandirmast %90 spesifite ve %87 sensitivite sonuglarini

vermistir.

Bu uygulama da bizim amacimiz, gelistirdigimiz OSMT yontemi ile 6nce EKG

verisinden degisken ¢ikarmak ve daha sonra bu degiskenler ile KKY teshisi yapmaktir.

4.2.2. Problemin Amaci

Bu uygulamadaki amag, EKG iizerinden elde edilmis R-R sureleri serisine OSMT

uygulayarak KKY teshisi yapacak bir model gelistirmektir.

4.2.3. Problemde Kullanilan Veri

Bu ¢alismada kullanilan veri Columbia Presbyterian Medical Center, Washington School
of Medicine ve New York Heart Association tarafindan saglanmis olup PhysioNet veri
tabani lizerinden erisime agiktir (Goldberger et al., 2000). Verimiz toplam 116 kisinin
128 orneklem frekansinda 24 saat sureli Holter kayitlarindan elde edilen R-R sureleri
serilerinden olugmaktadir. 116 verinin 72 si saglikli bireylerden (35 erkek, 37 kadin, yas
ortalamasi 54.6) (PhysionNet, 2022a, 2022b) ve 44’u ise KKY hastalarindan (28 erkek,
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15 kadin, bir cinsiyeti bilinmeyen birey, yas ortalamasi 55.6) derlenmistir (Mietus et al.,
2002).

R-R araliklar1 serilerinden elde edile KAD degiskenleri genel olarak veriler arasi
tekrarlanabilir degiskenlerdir ve Kkardiyovaskiler saglik ile ilgili 6nemli bilgi
icermektedir. Diger taraftan, R-R serilerinden elde edilen KAD degiskenleri yanlis klinik
yorumlara neden olabilir. Bunun nedeni, R-R serilerinin bir¢ok yapay olgularin EKG
Uzerinde etkisine ¢cok hassas olmasidir. Bu yapay olgular ECG kaydi sirasinda kisinin
asir1 hareket etmesi, yakinda bulunan elektrikli cihazlarin yarattigi elektromanyetik alan,
elektrotlarin tene tam temas etmemesi olarak 6zetlenebilir. Bu nedenle literatlirde yapay
olgulardan etkilenmemis ECG kesitlerinden elde edilen R-R araliklar1 serilerinin analizi
tavsiye edilmektedir (Berntson et al., 1997; Peltola, 2012). Bizim veri setimizde yer alan
72 saglikli hasta R-R serilerinin {iglinde, ver 44 KKY hastas1 R-R serilerinin dordiinde
yapay olgulara rastlanmistir. Bu yapay olgu iceren EKG’lerin ¢ikarilmasi ile bu ¢alismada
kullanilan veri seti toplamda 69’u saglikli bireylerden ve 38’1 KKY hastalarindan olmak

tizere toplamda 107 kisinin R-R aralik serilerini igermektedir.

4.2.4. Degisken Cikarimi

R-R araliklar1 serileri sayisal degerli serilerdir. OSMT yoOntemini uygulanabilmesi i¢in,
oncelikle bu sayisal degerli seriler sembollere dontistiiriilmiistiir. Bu amacgla ns=8 olacak
sekilde sekize sembolliit A = {a, b, c,d, e, f, g, h} alfabesinin sembolleri kullanilmigtir.
Hangi sayisal R-R degerlerinin hangi sembollere karsilik gelecegi konusunda isi alan
bilgisi kullan ilmistir. Buna gore, normal sinds ritim gosteren bir EKG de R-R suresi 0,6
saniye ile 1,2 saniye arasindadir. Buradan hareketle, Tablo 7 Sayisal R-R degerlerinin
semboller ile ifade edilmesi ile verilen doniistirme yontemi kullanilarak R-R aralik

serilerimiz sembolik serilere doniistiirtilmustiir.
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Tablo 7 Sayisal R-R degerlerinin semboller ile ifade edilmesi

R-R serisi degeri | Karsilik gelen sembol
0< R-R <0,30 a

0,30< R-R <0,60
0,60< R-R <0,750
0,75< R-R <0,90
0,90<R-R <1,05
1,05< R-R <1,20
1,20< R-R <1,50
150<R-R

S|IQ (=D | Q|0 |T

R-R serilerinin sembolik serilere doniistiiriilmesini takiben her bir seri i¢cin 9-sembollu
motiflere kadar olasilik gegis matrisleri hesaplanmistir. Her bir seri i¢in olasilik gegis
matrislerinin hesaplamasini takiben, her bir 107 serinin olasilik gecis matrisini, 69 saglikli
kisilerden alinan olasilik gegisleri ile karsilastirdik. Burada sadece normal saglikli
kisilerle karsilagtirma yapmanin amaci, normalden sapmalar1 6l¢ebilmektir. Dolaysi ile
bu karsilastirma sonucunda sekiz tane 107x69 boyutunda matris elde ettik. Mesela ilk
matrisin birinci satir ikinci stitunu, 1-sembollu ge¢is davranislari agisindan birinci normal
hastanin R-R serisinin ikinci normal hastanin R-R serisine benzerliginin bir dlciisiidiir.
Her bir matrisin siitun ortalamalarinin alinmasi ile sekiz tane 107x1 boyutunda vektor
elde edilmistir. Ayni 6rnek Uzerinden gidecek olursak, birinci matrisin birinci satiri, ilk
normal saglikli kisinin, 69 saglikli kisiye 1-sembollu ge¢is davranislart agisindan ne kadar
benzedigini ifade etmektedir. Sonu¢ olarak, bu sekiz vektorin her birisi, KKY

siniflandirilmasinda kullanilacak birer degisken olarak belirlenmistir.

OSMT ile ¢ikarilan sekiz degiskene ilave olarak KAD degigkenlerini de siniflama
analizinde kullanilmak tizere belirledik. Basta SDRR olmak Uzere, R-R araliklari
Uzerinden hesaplanan ortalama RR ve RR standart sapmasi (SDRR) indeks, toplam
kuvvet temelli olcllerin KKY belirlenmesinde kullanildigi gosterilmistir. Ornegin,
sadece SDRR KKY ile normal hastalar1 %81,8 spesifisite ve %98,1 sensitivite ile
ayirabilmektedir (Berntson et al., 1997). Bu nedenle, bu ¢alismada i¢in Uluslararas1 KAD
Analizi YoOnergesine (Breiman, 2001) bagh kalarak SDRR ve AVRR degiskenlerini
hesapladik.
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Sonug olarak siniflandirma analizinde kullanilmak Uzere sekiz tanesi OSMT ve iki tanesi
zaman-alan1 degiskenleri olacak sekilde toplam on degisken hesaplanmistir. Bu 10
degiskenin normal ve KKY hastalarin i¢in degerlerini karsilastiran kutu grafigi Sekil 11
OSMT degiskenlerinin Saglikli (kontrol) be KKY hastalarinda dagilimi ile verilmistir.

OSMT 1 OSMT 2 OSMT 3 OSMT 4
1 1 1
4
- = 09 + 09} 09| f
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u 07 07 1 o7t o {
07 D i
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Sekil 11 OSMT degiskenlerinin Saglikli (kontrol) be KKY hastalarinda dagilimi

4.2.6. Torbalanmis Karar Agaclar ile KKY Siniflama Analizi

Bu asamaya kadar R-R serilenden ¢ikarilmis olan on degiskeni girdi, R-R serisinin KKY
hastasindan gelip (KKY=1) gelmedigini (KKY=0) gosteren ikili degerli degiskeni ¢ikt1
olarak kullanan Torbalanmis Karar Agaglart (TKA) modeli kurulmustur. Modelin
ezberlemesini 6nlemek ve tahmin varyansin1 azaltmak icin sadece 30 zayif
tahminleyiciden olusan TKA modeli kurduk (Breiman, 2001; Efron & Tibshirani, 1994).

Her bir zayif tahminleyici karar agacinin en fazla 20 defa dallanmasina izin verildi.
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TKA modelinin KKY siniflama performansi dogru pozitif, yanlis pozitif, dogru negatif,
yanlis negatif, sensitivite, spesifite ve AUC bakimindan 6lgulda.

Genellestirilebilir bir TKA modeli elde edebilmek i¢in ¢apraz dogrulama yontemi
uygulandi. Buna gore, elimizdeki berinin dncelikle %80 egitim ve %20 si bagimsiz test
verisi olarak ayrildi. %80 egitim verisi kullanilarak 5-fold ¢apraz dogrulama yontemi ile
KKY siniflandirma modeli kuruldu ve bu ¢apraz-dogrulanmis model %20 bagimsiz test
verisine uygulandi. Bu islem ayrica 10 defa %80:%20 model kurma: test verilerine
rastgele yeniden segerek tekrarlandi. Bu on tekrarda test verisinde elde ortalama %100
spesifite, %98.5 sensitivite ve genel olarak %99.5 dogruluk orani elde edildi. OSMT
yontemi ile elde ettigimiz bu sonuglarin literatirde ayni veri kullanilarak Onerilen

yontemlerle karsilastirilmasi Tablo 8’de verilmistir.

Tablo 8 Konjestif kalp yetersizligi tahmin modelleri karsilastirmasi

Calisma Degiskenler Sensitivite | Spesifisite | AUC
(Asyali, 2003) SSRR %81,8 %98,1 0.89
(Isler & Kuntalp, 2007) Dalgacik, entropi, kisa donem KAD | %100 %94,4 0,97
(Hossen &  Al-Ghunaimi, | Dalgacik %82,4 %90,6 0,64
2007)

(Thuraisingham, 2009) Ikinci derece farklar diyagrami %100 %100 -
(Melillo et al., 2013) KAD, spektral gug¢ %89,7 %100 0,94
(Yu & Lee, 2012) KAD ikili spektrum %96,5 %100 -
(Melillo et al., 2011) uzun donem KAD %93,3 %63,3 0,78
(Acharya et al., 2017; von | EMD, dogrusal olmayan KAD %97,0 %098,2 -
Tscharner & Zandiyeh, 2017)

(von Tscharner & Zandiyeh, | faz karmagsikligi %87,0 %89,0 -
2017)

Bu c¢aligma OSMT ve KAD %94,7 %100 0,98

Tablo 8’den goriilecegi lizere OSMT yontemi ile degiskenler kullanilarak elde edilen
KKY smiflandirma bagarisi, ayn veri kullanarak diger yontemlerle elde edile
siniflandirma basarilarindan ya daha iyi ya da ¢ok yakin sonuglar vermektedir. Aslinda,
Tablo 8’de verilen sadece bir ¢alisma (Thuraisingham, 2009) miikemmel siniflandirma
basarisi ile bizim 6nerdigimiz yontemden daha iyi sonu¢ vermistir. Bu caligmada KKY
smiflandirmasi i¢in R-R serisinin ikinci derece farklar serini kullanan bir istatistiksel
yontem Onerilmistir. Her ne kadar bu ¢aligsma da ezberlemeyi engellemek amaci ile birini

disarida birakma yontemi kullanilmis olsa da, parametre optimizasyonu sirasinda verinin
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tamami kullanilmigtir. Bu nedenle yeni verilere genellestirilebilip genellestirilemeyecegi

tartisma konusudur.
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4.3. OSMT Yontemi ile Tahminleme: Cocuk Kanserini Yenen Yetiskin Bireylerin

Kardiyomiyopati (KMP) Riskinin Tahminlenmesi

4.2.1. Problemin Tanitimi

Kanseri yenme kavrami birgok farkli anlamda kullanilsa da, bu ¢alismada genel olarak
kanser teshisini takiben 5 yil hatta kalan bireyleri ima etmektedir. 1980’lere kadar
30%’larda olan cocukluk kanserini yenme orani gelistirilen etkin tedavi yontemleri
sayesinden ginimizde %85’lere ulasmistir. Sadece Amerika Birlesik Devletleri’nde
500,000 in tizerinde ¢ocukluk kanserini yenmis birey hayatini sirdiirmektedir (Howlader
et al., 2020). Her ne kadar ¢ocukluk kanseri tedavisi alaninda yeni gelistirilen antrasiklin
gibi kemoterapi ilaglar1 hayatta kalma oranlarini artirmig olsa da, yuksek derece de
kardiyotoksik etkiler gostermektedirler (Mulrooney et al., 2016).

Kardiyotoksik tedavi yontemlerinin etkileri kisa, orta, ve hatta uzun vade de ortaya
cikabilmektedir. Kisa vadeli etkiler genellikle tedavi basladiktan 30 gln igerisinde ortaya
cikan komplikasyonlardir. Orta vadeli kardiyotoksik etkiler is genellikle tedaviyi takiben
bir yil icerisinde ortaya ¢ikmaktadirlar. Bu kisa ve orta vadede ortaya c¢ikan etkiler
genellikle tedavinin gidisatin1 ve tedavide kullanilan yontemin turunu ve dozunu
degistirmeyi gerektirebilmektedir. Diger taraftan, kisa ve orta vade kardiyotoksisiteye
bagl etkilerin goriilmiis olup olmasindan bagimsiz olarak, kanseri yenenler uzun donem
kardiyotoksisiteye bagl riskler altindadir (Mulrooney et al., 2016). Diger bir ifade ile,
cocukluk kanseri tedavisini takiben bes yil hayatta kalmay1 bagsarmis bireyler, yetiskin
hayatlarinda kanser tedavisine bagl kardiyovaskiiler risk altindadir. Ornegin, ¢ocukluk
kanserini yenenler arasinda konjestif kalp yetersizligi oran1 yasit ve hemcinslerine gore
15 kat daha fazladir (Armenian & Bhatia, 2018). Kardiyovaskdler risklerin en basinda
baslamalarindan birisi is kardiyomiyopati (KMP) hastalig1 olarak ortaya ¢ikmaktadir
(Armenian et al., 2015).

Kanseri yenen hastalarin geri kalan hayatlarinda karsilasabilecekleri hastaliklarin erken
teshisi ve miidahalesi amaci ile farkli kurumlar tarafindan gelistirilmis kanseri yenenlerin
uzun sureli takibine yonelik stirveyans yonergeleri mevcuttur (Armenian et al., 2015). Bu
yonergeler, 6rnegin Children’s Oncology Group YOnergeleri, tedavi surecinde maruz
kalinan antrasiklin ve kalbe yoneltilmis radyasyon miktarina gore her ii¢ ila bes yilda bir

ekokardiyogram ile kontrol 6nermektedir (Armenian et al., 2015). Her ne kadar bu
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yonergeler olusmus hastaligin erken teshisi i¢in olanak saglasa da, bu yonergeler hali
hazirda hata olmamalarina ragmen yakin zamanda hasta olma riskinde olan kisileri
belirlemekte yetersiz kalmaktadir. Bununla beraber, maalesef, cocukluk kanserini
yenenleri yetiskin hayatlarinda takip etme konusunda birgok aksakliklar yasanmaktadir.
Bu aksakliklarin kimisi kisiye 6zgii davranigsal etkenlere bagli olmakla beraber ¢cogu
zaman saglik sistemine ve ekokardiyogram ve kardiyak manyetik rezonans gibi pahali
goruntileme yontemlerine sinirli erisim ile ilgilidir. Bu baglamda, ucuz ver erisimi kolay
araclar ile ¢ocukluk kanserini yenenlerin uzun sureli takibini saglayacak siirveyans
yontemlerine ihtiyag vardir(Alchin et al., 2022; Landier et al., 2006; Linge & Follin,
2021).

4.3.2. Uygulamanin Amaci

Bu uygulamadaki amag¢, yuksek kardiyomiyopati riskinde olan cocukluk kanserini
yenmis hastalarin, EKG verisi kullanilarak 6nceden belirlenmesidir. Ilgili uygulama
calismasi Journal of Clinical Informatics-Clinical Cancer Informatics (Gunturkun et al.,

2021) dergisinde sorumlu yazar Oguz Akbilgic olacak sekilde tarafindan basilmustir.

4.3.3. Problemde Kullanilan Veri

Bu uygulamada SJLIFE olarak bilinen, Cocukluk Kanserini Yenmis Yetiskinlerin Omiir
boyu Gozlem Toplulugu verileri kullanilmistir. SJILIFE toplulugu Amerika Birlesik
Devletleri, Tennessee Eyaleti, Memphis sehrinde yer alan St. Jude Cocuk Arastirma
Hastanesi tarafindan yiiriitiilmektedir. SJLIFE toplulugu katilimcilari, gocukluk kanseri
tedavisini St. Jude Cocuk Arastirma Hastanesinde almis yetiskin bireylerden
olusmaktadir. SJLIFE katilimcilart yaklasik olarak her bes yilda bir St. Jude Cocuk
Arastirma Hastanesine gelerek genis kapsamli bir gdzetimden gegmektedir. Bu
gOzetimler sirasinda saglik durumunu ozetleyen anketler ve kan tahlillerinin yaninda
detayli EKG ve EKo tetkikleri de yapilmaktadir.

EKG verileri GE MAC 1200 EKG makinesi ile kaydedilmis 500Hz frekansinda
orneklenmis, 10 saniyelik 12-derivasyonlu EKG kaydi olarak derlenmistir. Bu EKG
verileri GE MUSE EKY yo0netim yazilimmin veri tabanindan XML formatinda
cikarilmisgtir. XML dosyalarinda ham EKG verileri Base64 kodlanarak yer almaktadir.

Bu base64 kodlanmis veriler Python programlama dili kullanilarak de-kod edilmistir. Bu
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sekilde elde edile her bir EKG verisi 5000x12 boyutunda bir matris olarak numpy dosyasi
olarak analize hazir bir halde kaydedilmistir.

EKO verileri GE Medikal Sistemlerin 2-boyutlu Doppler ultrason cihazi kullanilarak
kaydedilmistir be sol karincik hacmi {i¢ boyutlu olarak resmedilmistir. Bu Eko
goriintiilerinden elde edile sol karincik enjeksiyon fraksiyonu (SKEF) KMP teshisinde

kullantlmistir.

Bu uygulamaya dahil edilen SILIFE katilimcilari, 18 yasini gegmis, cocukluk kanserinin
lizerinden en az on yil gecmis ve en az iki SJLIFE takibini tamamlamis bireylerden
olusmaktadir. ilk SJLIFE ziyaretinde kardiyomiyopati teshisi konulmus hastalara
caligmaya dahil edilmemistir. Diger bir ifade ile, ilk ziyaretlerinde kardiyomiyopati
hastaligi olamayan hastalarin  verileri kullanilarak, bu hastalarin  gelecekte
kardiyomiyopati olma risklerinin hesaplanmasi amaglanmistir. Bu tanima uygun olarak
1,217 SJLIFE katilimcisi belirlenmis ve ¢alismaya dahil edilmistir. Bu hastalarin %52’si
erkek ve %86 beyaz irktandir. Kanser teshisindeki medyan yas 8.4 (0,0-22,7) ve SJILIFE
grubuna katilma yas medyan degeri 31.7 (18,6-66,4) olarak bulunmustur. Bu grup
icerisine 817 (%67.1) kisisi gogiis bolgesine radyasyon almis be 932 kisi (%76,6) kisi
antrasiklin tedavisi géormistiir. Yaris1 (n=609) en az bir kardiyovaskiiler riske sahip, 92
(%7,6) tanesi diyabet, 249 (%20.5) hypertriglyceridemia, 247 (%20.3) tanesi
hipertansiyon ve 383 (%31.5) hypercholesterolemia hastasidir.

Calismanin ¢ikti degiskeni kardiyomiyopatidir. Kardiyomiyopati tamimi olarak Eko
gorinttlemesinde elde edilen SKEF degerinin %50 den kii¢lik olmas1 veya Onceki bir
Eko ile karsilastirildiginda SKEF degerinde %10’un iizerinde bir diisiis olmas1 olarak
belirlenmistir. Calismaya dahil edilen 1,217 SJLIFE katilimcisinin 117’sinin (%9,6)
gelecekteki SJLIFE ziyaretlerinde kardiyomiyopati gériilmistiir (Gunturkun et al., 2020).

Caligmanin girdi degiskenleri tedavi yoOntemlerine bagl faktorler, biyolojik ve

demografik faktorler ve EKG degiskenleri olarak siniflandirilabilir.

Calismada dort fakli tedaviye bagli degisken kullanilmistir. Bunlar birincisi, toplam
antrasiklin dozu (mg/m?) ve andriamycin, daunorubicin, epirubicin, idarubicin, ve
mitoxantrone turu ilaglarin toplam uygulanan dozu olarak hesaplanmistir. Ikinci ve
ucundu degiskenler, gogiis bolgesine uygulanan radyasyon tedavisinin iki farkli sekilde
olctilmesi ile edilmistir. Tk 6lglim Evet-Hayir (1-0) seklinde 6lgiilen gogiis bolgesine
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radyasyon uygulanip uygulanmadig: sorunun cevabi ikinci 0l¢uim ise sirekli degisken
olarak uygulanan maksimum doz olarak ifade edilmistir. Son olarak, gégiis bolgesine
uygulanmamasina ragmen, radyasyon cihazlarinin hassaslik seviyesine bagli olarak kalbe
sizint1 yapmis olan radyasyon miktar1 ayr1 bir degisken olarak hesaplanmistir. Bu kalbe
sizan radyasyon miktar1 Texas Eyaleti Houston sehrinde yer alan MD Anderson Kanser
Merkezi tarafindan hesaplanmistir (Howell et al., 2019).

Calismada kullanilan toplam on iki biyolojik ve demografik faktor girdi degiskeni olarak
kullanilmistir. Bu degiskenler kanser teshisinde ve ¢ikti degiskeninin alindigi Eko ¢ekim
tarihindeki yas (y1l), irk, cinsiyet, viicut yuzey alani, temel kanser turu, kalp atisi (bir
dakikadaki toplam atis sayis1), solunum oran: (bir dakikadaki toplam nefes alma sayisi),
sistole ve diyastole kan basinci (mm Hg), tutun drtinleri kullanma durumu (evet-hayir)
degiskenleridir. Ayrica Kardiyovaskdler hastalik risk faktori olup olmamasi da bir
degisken olarak kullanilmistir. Bu degiskenin belirlenmesinde diyabet (diyet veya ilag ile
tedavi edilen), hypertriglyceridemia (a¢ karnina triglycerides > 150 mg/dL veya lipit
kontrol tedavisi altinda olan), hipertansiyon (sistole kan basinci1 > 140) veya diyastole kan
basinct > 90 veya tansiyon kontrol ilaci kullanan) hastaliklarindan birisinin var olup

olmama durumuna bakilmistir.

Buraya kara ifade edilen degiskenlerin frekans (n) ve yuzde (%) olarak ifade edilenleri
Tablo 9 ile ve medyan-aralik olarak ifade edilenler ise Tablo 10ile verilmistir. Kategorik
degiskenlerin istatistiksel karsilastirilmasinda Pearson Chi-Square ve Fisher Exact Testi

sayisal degerli degiskenlerin karsilastirilmasinda ise Student T-testi kullanilmistir.

Tablo 9 Frekans ve yiizde ile 6zetlenen edilen degiskenler

Risk Faktorleri Toplam Kardiyomiyopati | Kontrol p
n % n % n %
Cinsiyet 0,10
Kadmn 602 | 49.5 59 41,9 | 553 | 50,3
Erkek 615 | 50.5 68 58,1 | 547 | 49,7
Irk 0,06
Beyaz 1041 | 58,6 94 80,3 | 947 | 86,1
Siyah 156 | 12,8 22 18,8 | 134 | 12,2
Diger 20 1,6 1 09| 19| 17
Kanser Turu <0,01
Ldsemi 501 | 412 30 25,6 | 471 | 42,8
Sarkoma 150 | 12,3 23 19,7 | 127 | 11,5
Hodgkin Lemfoma 206 | 16,9 31 2651751159
Hodgkin Olmayan Lenfoma 88 7,2 15 128 | 73| 6,6
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Tablo 9 Devam
CNS 85 7,0 5 43| 8| 73
Neuroblastoma 59 4,9 4 34| 55 5
Wills Tlmor 99 8,1 6 51| 93| 85
Diger 29 2,4 3 26| 26| 24
Kardiyovaskiiler risk
Hypertriglyceridemia 249 | 20,5 29 24,8 | 220 | 20,0
Hipertansiyon 247 | 20,3 19 16,2 | 228 | 20,7
Hypercholesterolemia 383 | 315 42 359|341 | 31,0
Diyabet 92 7,6 16 13,7 | 76| 69
Herhangi biri 609 50 65 55,6 | 544 | 49,5
Tutun Urdnleri kullanimi 0.93
Evet | 479 394 | 47 40,2 432 | 39,3
Hayir | 738 60,6 | 70 59,8 668 | 60,7
Gogiis bolgesine Radyasyon <0,01
Evet | 415 34,1 | 55 47,0 360 | 32,7
Hayir | 802 65,9 | 62 53,0 740 | 67,3
Tablo 10 Medyan ve aralik degeri ile 6zetlenen edilen degiskenler
Toplam Kardiyomiyopati Kontrol
Risk Faktorleri Medyan Aralik Medyan | Aralik Medyan | Aralik p
Kanser 8.4 0.0-22.8 10.2 0.4-21.2 8.2 0.0-22.8 | 0.04
Teshisindeki Yas
Tk SJLIFE | 31.7 18.4-66.4 33.9 19.7-54.7 | 31.4 18.4-66.4 | 0.01
ziyaretindeki Yas
Hayatta kalma | 22.7 10.4-49.8 23.6 11.4-453 | 22.6 10.4-49.4 | 0.36
suresi
Ik SILIFE | 5.2 0.5-9.2 53 0.9-95 5.2 0.5-9.2 0.15
ziyaretinden sonra
¢ikt1 degiskenin
belirlendigi  Eko
testine kadar olan
sure
Kalp Atist  (bir | 76.0 41-138 78.0 46-115 76.0 41-138 0.56
dakikadaki atis
sayisi)
Solunum Orani (bir | 18.0 12-28 18.0 14-24 18.2 12-28 0.04
dakikadaki  nefes
alma sayis1)
Sistole kan basinci | 123.0 84-224 124.0 93-200 122.0 84-224 0.27
(mm Hg)
Diyastole kan | 76.0 49-118 77.0 55-111 76.0 49-118 0.11
basinci (mm Hg)
Vicut yizey alan1 | 1.9 1.1-3.0 1.9 1.3-2.8 1.9 1.1-3.0 0.02
Toplam antrasiklin | 168.7 35.1-734.2 | 206.3 49.2- 157.2 35.1- <0.01
dozu (mg/m?) 669.3 734.2
Toplam gbgse | 2600.0 150-6200 2600.0 | 450-4500 | 2600.0 | 150-6200 | <0.01
uygulanan
radyasyon dozu
(cGy)
Kalbe sizan | 2070.0 50-4920 2320.0 | 170-4920 | 2025.0 | 50-4520 | <0.01
ortalama radyasyon
dozu (cGy)
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Tablo 9 ve Tablo 10 ile 6zetlenen degiskenlerin yaninda, ham EKG sinyallerinden de
degisken ¢ikarilmistir. Bu asamada yapilan degisken ¢ikarma islemleri ayr1 bir alt baslik

olarak devam eden kisimda raporlanmustir.

4.3.4. EKG Verisinden Cikarilan Degiskenler

Ham EKG verileri ilk SILIFE ziyaretlerinden alinmis olup 5000x12 boyutunda matris
olarak elde edilmistir. Burada her bir stitun, bir 12 EKG derivasyonundan birisine karsilik
gelmektedir. Bu derivasyonun sutun siralamast I, 11, 111, aVR, aVL, aVF, V1, V2, V3, V4,
V5, ve V6 seklindedir.

Tamimlayici degiskenler: Tanimlayici degiskenlerin ¢ikarilmasi isleminde 6ncelikle 500
Hz ornek frekansindaki EKG verileri 200Hz’e indirgenmistir. Daha sonra, on iki
derivasyonun her birisi icin ortalama, medyan, kurtosis, carpiklik, varyans, Kkareli

ortalama ve ortalama degerin tizerindeki voltaj degerleri oran1 degerlerini hesaplanmustir.

Ornek Entropi Degiskenleri: Ornek Entropi degiskenleri her bir derivasyon igin ayri
ayr1 hesaplanmistir. Burada 6rnek entropi degiskenleri, her bir derivasyondaki sinyallerin
duzenlilik olgtisiinii ifade etmektedir. Bu amacla EKG sinyalleri 1 saniyelik araliklara

boliinmiis ve her bir aralik icin ayr1 6rnek entropi degiskenleri ¢ikarilmistir.

Burada oncelikle EKG verisi 200Hz’e indirgendi ve normallestirildi. Tim EKG
sinyalinin OrEnt’i m=2 boyutundaki tiim seriler igin hesaplandi. Tolerans penceresi (r)
olarak her bir derivasyonun standart sapmasinin 0,3 kati kullanildi. Bu sekilde toplam 12
degisken ¢ikardik. Daha sonra her bir EKG derivasyonu 1 saniyelik araliklara boliinerek
her bir araliga OrEnt uyguladik. Bu araliklardan elde edilen degerlerin ortalama, medyan,
kurtosis, ¢arpiklik, standart sapma ve aralik genisligi olmak {izere toplan 72 degisken

cikardik.

Fourier Donusimu Degiskenleri: EKG sinyalleri FD yontemi ile farkli frekanslarda
basit siniis dalgalarina doniistiiriilmiistiir. Bu donusum islemi yapilirken voltaj degerleri
ve dalgalarin fazlar1 parametre olarak kullanilmistir. Bu asamada hem kesikli hem siirekli
Fourier dontistimler frekans spektrumundan degisken c¢ikarmaktadir. Kesikli Fourier
degiskenleri bes seviyeli dalgacik doniisiimlerinden hesaplanan tanimlayic istatistikler
olarak hesaplanmigtir. Siirekli Fourier doniisiimi degiskenleri hesaplamak igin

dalgaciklar1 EKG sinyali (izerinde hareket ettirerek elde iki boyutlu skalogramlarin elde
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edilmis ve bu skalogramlarin farkli zaman ve frekans degerlerindeki benzerligi
kullanilmistir. 200 Hz’e indirgenmis EKG verisi iizerinden 0,1 ve 0,5 voltaj degerleri 1-

20 Hz dalgacik faz araliklarinda toplam 528 degisken ¢ikardik.

Dalgacik Doniisiimii Degiskenleri: FD yontemi ile ¢ikarilan degiskenler sinyale ait
frekans temelli bilgileri yansitmaktadir. Ancak, FD bu frekanslarin zaman ekseni ile ilgili
bilgi vermemektedir. Bu noktada, DD yontemi ile sinyale ait zaman alani ile ilgili
bilgilerin ¢ikarilmasi saglanir. Bu baglamda, 200 Hz’e indirgenmis EKG verisine DD
yontemi asagidaki gibi SDD ve KDD olarak iki ayr1 sekilde uygulanmustir.

Siirekli dalgacik dontisiimii degiskenlerini ¢ikarmak amaci ile orijinal EKG verisi ile
farkli Olgeklerdeki dalgaciklar arasindaki benzerli olgiilmiistiir. Bu islem yapilirken,
dalgaciklar ECG verisinin zaman ekseninde Esitlik 14 formiilii kullanilarak kaydirilmig

ve bu sayede farkli zaman araliklari i¢in olgum yapilmistir.
1 (o) t—b
Xu(a,b) = = [ x(@ (52) dt (14)

Siirekli dalgacik doniisiimiiniin EKG sinyaline uygulanmast ile elde edilen ¢ikt1 2 boyutlu
skalogram olarak gosterilmistir. Sekil 12 ile bu elde edilen skalogramlarin EKG

Derivasyon-I i¢in goriintiisii verilmistir.
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Sekil 12 Surekli Dalgacik Donusumunun EKG Derivasyon I'e uygulanmasi

Bu asamada EKG verilerini 50Hz’e indirgedik. Her bir EKG derivasyonuna Morlet
Dalgaciklar1 (Lin & Qu, 2000) uygulayarak her bir hasta i¢in toplam 12 skalogram elde
ettik. Bu skalogramlar bir araya getirilerek her bir hasta i¢in 12 kanalli tek bir resim
yaratik. Bu resimleri isleyecek 6 evresimli katmani olan bir ESA mimarisi olusturduk. Bu
ESA aginin egitilmesi sonucu elde edilen optimum mimari iizerinden toplam 372

degisken c¢ikardik.

Dalgacik katsayilarinin mimkin tim o6lgeklerde ve zaman noktalarinda hesaplanmasi
oldukc¢a zordur. Bu baglamda KDD dalgacik parametrelerinin kestirilmesinde kullanilan
etkili but yontemdir. KDD 6ncelikle ECG verisini Esitlik 15 ile ifade edilen farkl1 frekans
araliklarma ayrigtirir. Bu sayede hem yaklasik katsayilar hem de detay katsayilari elde
edilir.

fInl = 7= S W o, Kl i[n] + 7= 52 iy Wlio, Klgjilnl - (15)

Burada kestirilen yaklasik katsayilar bize diisiik gegis filtrelerini verir ve orijinal EKG

verisini 6lgekleme fonksiyonu sayesinde yumusatir (Esitlik 16).
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Wyljo k] = 2= fInl@jouln]  (16)

Detay katsayisi ise yiiksek gegis filtresini verir ve dalgacik fonksiyonu kullanarak zaman

ekseninde EKG de meydana gelen asir1 degisiklikleri ifade eder (Esitlik 17).

Wyljo kI = 7= Zn fInl@jalnl  (17)

Bu kisimda EKG verisini 200 Hz’e indirgedik. Sym5 dalgacik fonksiyonu kullanarak 5
seviyeye kadar dalgacik ayristirmasi yaptik. Sekil 13 ile bir hastaya ait EKG igin

uygulanan dalgacik ayristirmasi 6rneklenmistir.

L
0 20 400 0 200 A0
FTPPY FFVYTTO IS I VY T
RERESRRAAR
o 100 00 0 100 200
MM | bbbl
@ & 106 o &0 100
o 20 a0 &0 0 0 a0 B0

Sekil 13 Bir hastanin Derivasyon I'e ait KDD déniisiimii 6rnegdi. Sol da Yaklasik katsayilar ve sagda detay katsayilari

Detay katsayilarinin otokorelasyonlar1 2, 14, 26, 38, 50, ve 62 gecikmeler ig¢in
hesaplanarak toplamda 385 KDD degiskeni ¢ikardik.
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Derin 6grenme degiskenleri: Bu kisimda derin 6grenme yaklasimi olarak Evresimli
Sinir Aglar1 (ESA) kullanilmistir. Derin 6grenme degiskenleri 12 derivasyonun esanli
olarak ESA mimarisi ile islenmesi ile elde edilmistir. Burada kurdugumuz ESA
mimarisinde EKG verisi 200 Hz’e indirgenerek kullanilmistir. Kullanilan ESA mimarisi

Sekil 14 ile verilmistir.

12 lead ECG Extracted
l features

—

il

L

Sekil 14 ESA ile degisken ¢ikarimi

Egitimi tamamlanan modelin ¢iktiya baglanmis olan son katmanindaki yer alan 448 ngron

degerleri degisken olarak ¢ikarilmistir.

OSMT ile degisken cikarimi: Oncelikle orijinal EKG serileri 8 Hz’e indirgendi. Sayisal
EKG voltaj serileri 5 harfli A={a,b,c,d,e} alfabesi kullanilarak sembolik seri haline
getirildi. Bu islem yapilirken her bir derivasyon i¢in ayri olarak yiize yirmilik dilimler
kullanildi. Bu baglamda, voltaj degerleri agisindan en diisiik degerli yilizde yirmilik
dilimde tiim voltaj degerleri ‘a’ ile, sonrakiler ‘b’ ile, be bu sekile en yiiksek voltaj degerli
yuzde yirmilik dilimdekiler ‘e’ ile degistirildi. 6-sembolle kadar gegis olasiliklari
hesaplandi ve her bir kisinin gecis olasiliklart matrisleri 117 kardiyomiyopati hastasinin

gecis olasiliklar: matrisi ile karsilagtirilarak toplamda 72 OSMT degiskeni hesaplandi.

4.3.5. Degisken Secimi

[k asamada ¢ikarilan degisken sayilarmin ¢ok fazla olmasi nedeni ile her bir yontem ile
c¢ikarilan degiskenlerden arasindan en iyileri, her bir yontem i¢in ayri islemler yapilarak,
Genetik Algoritma ile segilmistir. GA islemi rastgele secilmis degisken alt kiimeleri ile

baglatilmis ve ¢apraz dogrulama ile elde edilen AUC degerlerinin performans 6lgUsu
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olarak kullanarak, yinelemeli olarak daha yiksek AUC veren degisken alt kimeleri
belirlenmistir. Her bir asamada mevcut degisken alt kiimesi kullanilarak XGBoost modeli
kurulmus ve bu modelden elde edilen capraz dogrulama AUC degerleri kullanilmistir.
GA algoritmasi toplam 40 yineleme olarak kurulmus, ¢aprazlama parametresi olarak 0,5

ve mutasyon parametresi olarak 0,05 kullanilmstir.

Yukarida ifade edilen GA algoritmasi her yontemden elde edilen degiskenlere ayr1 ayri
uygulanmis ve her yontem icin segilen degiskenler ve karsilik gelen dogruluk oranlari

AUC, sensitivite ve spesifisite olarak Tablo 11de verilmistir.

Tablo 11 GA ile degisken secimi

Yontem Cikarilan Secilen AUC Sensitivite | Spesifisite
Degisken sayis1 | degisken sayisi

Tanimlayici Istatistikler 168 8 0.74 65 67
Ornek Entropi 84 10 0.67 63 65
OSMT 72 10 0.80 68 72
Fourier Doniigiimii 528 14 0.72 63 66
Kesikli Dalgacik | 384 14 0.73 65 67
Doniisiimii

Stirekli Dalgacik | 372 15 0.73 66 69
Doniisiimii

Derin Ogrenme 448 15 0,76 71 71

Tablo 11 den goriilecegi lizere OSMT yonteminden ¢ikarilan 84 degisken arasindan
secilen 10 degisken ile model kuruldugunda, 0.80 AUC degeri ile en yiiksek
kardiyomiyopati tahmin basaras1 elde edilmistir. OSMT yontemini takiben ikinci en
yuksek AUC, 0.76 ile derin 6grenme modelinden elde edilmistir. Ele alinan degisken
cikarma ydntemleri arasinda en diisiik AUC ise, 0,62 ile Ornek Entropi yonteminden

cikarilan degiskenler ile elde edilmistir.

4.3.6. Eksik Veriler

Calismada kullanilan EKG degiskenleri haricindeki toplam 20 degisken igerisinde eksik
veri orant %1’in altindadir. Tek tek degiskenlere bakildiginda, kalbe sizan radyasyon
orant %2,8, gogiis bdlgesine uygulanan radyasyon orant %0,9 ve gdgiis bolgesine
radyasyon uygulanip uygulanmadigi bilgisi degiskeninde %0,9 oraninda eksik veri
vardir. Bu eksik veriler Multiple Imputation by Chained Equation ydntemini yuriten
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MICE R-paketi kullanilarak doldurulmustur (van Buuren & Groothuis-Oudshoorn,
2011).

4.3.7. Kardiyomiyopati Riski Tahmini

Tahminleyici modellerin gercek hayata uyarlanabilirligi sadece bu modellerin dogruluk
orani ile degil, ayn1 zamanda tahmin yapmakta kullanilan degiskenlere ait verilerin elde
edilebilme kolaylig: ile de belirlenir. Ozellikle tip alaninda, bazi veri tiirleri digerlerine
gbre mevcut bir hastalik ile ilgili cok daha fazla bilgi icerse de elde, o bilgiyi Uretecek
cihazlar ¢ok pahali ve erisilemez olabilir. Ornegin, kalp kaslarindaki soruna iliskin
kardiyak MR, EKG verisine gore daha detayli bilgi iceriyor olsa da, EKG daha kolay
ulagilabilir bir veri turudur. Buradan hareketle kardiyomiyopati tahmin modellerimizi ii¢
asamada kurduk. Her {i¢c asamada da Extreme Gradient Boosting (XGBoost) makine
ogrenmesi yontemi kullanilmistir. Model kurma islemi 5-fold ¢apraz dogrulama ile
gerceklestirilirmistir ve Bayesci Hiperparametre optimizasyonu yontemi kullanilmistir.
Optimize 6grenme orani olarak 0,16 ve toplan zayif tahminleyici sayist olarak 1869

belirlenmistir. Model performans AUC, sensitivite ve spesifisite olarak Sl¢iilmiistiir.

EKG Modeli: Bu asamada sadece EKG verilerinden farkli yontemlerle ¢ikarilan ve GA
algoritmasi ile en iyi olarak segilen toplam 86 degisken kullanilmistir (bakiniz Tablo 11).
Bu EKG degiskenleri ile kurulan XGBoost modeli 0,87 (0,83-0,90) AUC, 0,76 sensitivite

ve 0.79 spesifisite sonucu vermistir.

Klinik Degisken Modeli: Bu asamada toplam 20 klinik degiskenler kullanilmistir.
Oncelikle bu degiskenlere benzer sekilde genetik algoritma uygulandiginda, yedi tanesi
secilmistir. Bu yedi klinik degisken ile kurulan XGBoost modeli 0,69 (0,64-0,74) AUC,

0,62 sensitivite ve 0.66 spesifisite sonucu vermistir.

Karma Model: Son olarak, EKG degiskenleri ile klinik degiskenler birlestirilerek
yeniden modelleme yapilmistir. Bu asamada kullanilan degiskenlerin listesi Tablo 12 ile

verilmistir.

Tablo 12 Karma modelde kullanilan degiskenler

Veri Turu (n) | EKH derivasyonu (n) | Degisken Cikarma Metodu
1 (3) OrEnt (1), OSMT (1), KDD (1)
(4 OrEnt (1), OSMT (1), KDD (2)
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Tablo 12 Devam

1 (4) OrEnt (1), OSMT (1), FD (1), KDD (1)

aVvR (0) -

aVvL (3) OSMT (1), FD (1), KDD (1)

aVvF (4) OrEnt (2), OSMT (1), FD (1)

V1(7) Tanmmlayici (2), OrEnt (1), OSMT (1), FD (3)

V2 (6) Tamimlayici (1), OSMT (1), FD (3), KDD (1)

V3 (5) Tanmmlayici (2), OrEnt (2), KDD (1)

V4 (1) FT (1)

V5 (10) Tanmmlayici (1), OrEnt (1), OSMT (1), FD (3), KDD (4)
V6 (9) Tanmmlayici (2), OrEnt (1), OSMT (2), FD (1), KDD (3)
12 derivasyon (30) SDD (15), ESA (15)

Klinik veri (7) | Solunum Orani

Vicut ylzey alani

Antrasiklin dozu

Tutin dranleri kullanimi

Gogils bblgesine radyasyon alip almama
Gogils bolgesine alinan radyasyon dozu
Kalbe sizmis olan radyasyon dozu

Tablo 12°de yer alan degiskenler ile kurulan XGBoost modeli 0,89 (0,86-0,91) AUC, 0,78
sensitivite ve 0.81 spesifisite sonucu vermistir. Siniflandirma performansi daha detayli

olarak Tablo 13ile verilmistir.

Tablo 13 Kardiyomiyopati siniflandirma matrisi

Tahmin
Kontrol Kardiyomiyopati
Tahmin | Kontrol 892 208 Spesifisite= %81
Kardiyomiyopati | 26 91 Sensitivite= %78
Negatif Pozitif Tahminleme
Tahminleme Orani= %30
Orani= %97

Her (¢ asamada kurulan modellerin AUC’leri Sekil 15 ile karsilastirilmastr.

48



Sensitivity
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—— ECG and clinical model: AUC = 0.88 196% Cl, 0.86 to 091}
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r, Climical model: AUC = 069 (95% Cl, 0,64 to 0.74)
o
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Sekil 15 Kardiyomiyopati modellerinin AUC karsilastirmasi

4.3.7. Alt Grup Analizi

Elde ettigimiz kardiyomiyopati tahmin modelinin ilk SJLIFE ziyaretini takiben
kardiyomiyopatinin gerceklesme suresi acisinda da alt grup analizleri yaptik. Ik SILIFE
ziyaretinden 5 yila kadar gergeklesen kardiyomiyopatileri tahmin basarisi olarak 0,89
AUC, 0,79 sensitivite ve 0,81 spesifisite elde edilmistir. Diger taraftan, ilk SJILIFE
ziyaretinden 5 ila 10 y1l sonra gergeklesen kardiyomiyopati hastaliginin tahmininde 0,88
AUC, 0,78 sensitivite be 0,81 spesifisite elde edilmistir. Dolayist ile elde ettigimiz model,
kardiyomiyopatinin on yillik takip suresinde ne zaman gergeklestigine bakmaksizin

basari ile tahmin yapmaktadir.

4.3.8. Degisken Onem Analizi

Sadece EKG degiskenleri kullanan modele nazaran az da olsa karma model 0,89 AUC ile
en yuksek basariyi gostermistir. Bu model Uzerinden degisken énem analizi (Sekil 16)
yaparak kardiyomiyopati tahminine en ¢ok katkida bulunan degiskenleri belirledik.
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OSMT (6-sembol gecis, aVL)

OSMT (6-sembol gecis, V1)

Otokorelasyon (lag 40, V1)

Toplam Antrasiklin

OSMT (6-sembol gecis, 1)

Otokorelasyon (lag 2, V5)

Kalbe uygulanan ortalama radyasyon

OSMT (6-sembol gecis, aVF)
Gigse uygulanan max radyasyon

OSMT (6-sembol gecis, V6)

:

Sekil 16 Degisken Gnem Analizi

Sekil 15°den goriilecegi Uzere, kardiyomiyopati tahmininden kullanilan en 6nemli on
degiskenin bes tanesi OSMT yontemi ile elde edilmistir. Daha Onemlisi, bu bes
degiskenin ikisi, en Onemli iki degisken olarak ortaya ¢ikmaktadir. OSMT
degiskenlerinin disinda EKG verilerin oto korelasyon yapisi, alinan toplam radyasyon ve

antrasiklin degerleri de 6nemli degiskenler olarak belirlenmistir.

4.3.9. Uygulama Sonucu

Yiiksek kardiyomiyopati riski altinda olan ¢ocukluk kanserini yenmis bireyler yapay zeka
yardimut ile yiiksek dogruluk oraninda belirlenebilirler. Sadece EKG kullanilarak kurulan
model, klinik degiskenler eklendiginde kurulan modele ¢ok yakin sonuglar vermektedir.
EKG fonksiyonu olan giyilebilir teknolojilerdeki ilerlemeleri goz oniine aldigimizda, bu
tip yontemler kanseri yenen bireylerin hayat boyu diisiik maliyetle be uzaktan takibini
saglama potansiyeline sahiptir. Diger taraftan, analizlerimizin gosterdigi tizere, OSMT ile
cikarilan EKG degiskenleri diger tiim yontemler ile ¢ikarilan degiskenlerden daha 6nemli

kardiyomiyopati riski bilgisi tasimaktadir.
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5. SONUCLAR VE TARTISMA

Bu ¢alismada yeni bir sinyal isleme yontemi olarak Olasiliksal Sembolik Motif Tanima
yontemi tanitildi ver uygulamalarina yer verildi. OSMT yontemi elemanlari sonlu sayida
semboller olan bir kiimeden olusan serilerin, sembolleri arasi gecis olasiliklarinin
modellenmesine dayanir. Birden fazla seri, bu gecis olasiliklar1 aralarindaki
benzerliklerin bir 6lgiisii kullanilarak karsilastirilabilir. OSMT temel olarak, verilen bir
serinin hangi semboller ile devam edeceginin tahmin edilmesinde kullanilabilir. Bu
baglamda birgok farkli disiplinde uygulanmasi miimkiindiir. Ornegin eksik DNA
bilgilerinin tamamlanmasinda, eksik veri doldurulmasinda, yapay olarak belirli bir tarzda
ya da belirli bir mizisyenin eserlerine benzeyen yapay muzik tretme, finansal tahmin ve

oyun teorisi gibi strateji belirleme gibi alanlarda kullanilabilir.

OSMT yo6nteminin bu ¢alismada da tzerinde yogunlasilan uygulamasi degisken ¢ikarimi
olmustur. OSMT yontemi ile serilerin sembolleri arasindaki gegis olasiliklarini temsil
eden degiskenler ¢ikarilarak bu degiskenler makine 6grenmesi teknikleri ile analiz

edilebilir. Bu ¢alisma da OSMT {ig¢ farkli probleme uygulandi.

[lk OSMT uygulamasi DNA smiflandirmast iizerinedir. Kismi DNA serileri verilen 3
farkl tiire ait toplam 13 salyangoz, OSMT yontemi ile dogru siniflara miitkemmel bir
sekilde smiflandirildi. Burada dikkat c¢eken husus, OSMT’nin bu miikemmel
siniflandirma basarisini, DNA hizalama on iglemine gerek olmadan yapabilmesidir. Bu
hem zaman kazanma hem de hizalama islemi sirasindan kaynakli hatalarin Oniine

gecilmesi agisindan 6nemlidir.

Ikinci OSMT uygulamast, uzun sureli EKG kayitlarmdan elde edilen R-R serileri yardimi
ile konjestif kalp yetersizliginin belirlenmesidir. OSMT yonteminden elde edilen sekiz
degisken ve on tanimlayict degisken karar agaglari ile analiz edildiginde miikemmele
yakin bir dogruluk ile konjestif kalp yetersizligi hastalar1 saglikli normal hastalardan
ayrilabilmigstir. Kalp yetersizliginin toplum saglig: iizerindeki etkisi diislintildiigiinde,
erken teshis ve miidahalenin biiylik 6nemi ortaya c¢ikmaktadir. Bu baglamda burada
Onerilen ve benzeri modellerin hasta kayit sistemlerine entegre edilmesi sayesinde

konjestif kalp yetersizligi hastalar1 otomatik olarak belirlenebilir.

Ucuncu OSMT uygulamasi ise cocuklik kanserini yenmis yetigkin bireylerin uzun donem
kardiyomiyopati riskinin EKG verisinden tahmini (zerindedir. Bu calisma da ayrica
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OSMT yontemi diger sinyal isleme yOntemlerime derin 6grenme yontemleri ile de
karsilastirilmistir. Elde ettigimiz sonuglar gdstermistir ki, OSMT yontemi ile elde edilen
degiskenler karsilastirmada kullanilan Fourier Déniisiimii, Dalgacik Déniisiimii, Ornek
Entropisi, Evresimli Sinir Aglar1 gibi tiim yontemlerden daha agiklayici degiskenler
¢ikarmigtir. Degisken 6nem analizi géstermistir ki, en 6nemli on degiskenin besi, OSMT
degiskenleridir. Diger taraftan, elde edilen sonuglar klinik 6nem tagimaktadir. Cocukluk
kanserini yenen bireyler yetiskin yasantilarinda yiksek kalp ve damar hastaliklar1 riski
altindadir. Bu kisilerin siklikla takibi gerekirken genelde bu gercek hayatta mimkiin
olmamaktadir. Bu ¢aligma gostermistir Ki, cocukluk kanseri yenen bireylerin
kardiyomiyopati risk sadece EKG verileri kullanilarak yiiksek dogruluk orani ile
belirlenebilir. Giyilebilir teknolojilerdeki hizli ilerlemeler g6z 6niine alindiginda, kanseri
yenen bireyleri hayat boyu akilli saat gibi EKG 6zelligi olan cihazlar yardimi ile uzaktan

diisiikk maliyet ile takibi miimkiin olabilir.
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7. EKLER

7.1. Python Kodlari
#!/usr/bin/env python

# coding: utf-8

#In[]:

## Degisken Cikarma

import numpy as np

import pandas as pd

import pandas

from scipy import stats

from scipy import signal

from biosppy.signals import tools as st
from tsfresh.feature_extraction import extract_features
import itertools

import statistics

import itertools

import statistics

from sklearn.preprocessing import StandardScaler

from math import floor

from xgboost import XGBClassifier

from sklearn.model_selection import RandomizedSearchCV
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from sklearn.model_selection import KFold

from sklearn.linear_model import LogisticRegression
from sklearn.metrics import roc_auc_score

#df = pandas.read_csv('ECG_10Sec_ECG.csV")
#df['id"] = df['sjlid'] + df['ageecg'].map(str)

#df['id'] = df'id"].map(str)

#df = df[['id","ix",'I']]

#df = df.loc[df['id'] == 'SIL025330143.82]

#In[]:

data=pd.read_csv('dfecg_cnnld.csv')
df=pd.read_csv('data3_stjude_all_full.csv')
cm_pos = df.index[df[CM"] == 1].tolist()
df = df.drop(df.index[cm_pos])

data = data.drop(data.index[cm_pos])

df.iloc[:, np.r_[2,13,15,18,50:56,60:62]] = StandardScaler().fit_transform(df.iloc[:,
np.r_[2,13,15,18,50:56,60:62]])

# X = degisken degerleri values
fea = df.iloc[:, np.r_[2,5,12,13,15,18,51:56,60:62,283:288]]
idn = df.iloc[:, np.r_[0]]

#X.to_csv('X.csv')

#In[]:
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data=data.drop(data.index[[410]])

df=df.drop(df.index[[410]])

#In[]:

ecg = data.iloc[:,1:60001]

xdata = np.array(ecg)

print(np.argwhere(np.isnan(xdata)))

fea = np.asarray(fea)

idn = np.asarray(idn)

targ=data.iloc[:,60002]

ydata=np.array(targ)

print(xdata.shape)

#In[]:

inp_xdata=[]

for j in range(12):

inp_xdata.append(xdata[0:,j*5000:(j+1)*5000])

#In[]:
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#sinyal igleme
nop=80#user defined
sf=500#user defined
filsig=[]
def resample_filter(xdata):
filtered, , = st.filter_signal(signal=xdata,
ftype='FIR’,
band="bandpass’,
order=60,#user defined
frequency=[3, 45],#user defined
sampling_rate=sf)
xdata_resampled = signal.resample(filtered, nop)
return xdata_resampled
for j in range(12):
xdata_last = inp_xdata][j]
xdata_resampled = np.apply_along_axis(resample_filter, 1, xdata_last)

filsig.append(xdata_resampled)

#In[]:

filsig=np.array(filsig)
filsig=filsig.reshape(1217,960)
dfl=pd.DataFrame(filsig)
dfi['output] = df['output’]

dfi['output] = df['output'].values
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df1['sjlid] = dff'sjlid]
df1['sjlid] = dff'sjlid].values
cols = list(df1.columns)

cols = [cols[-1]] + cols[:-1]
dfl = df1[cols]

dfl.to_csv('stjude_ecg_200_3 45 60.csv', index=False)

#In[]:

ecgf = dfl.iloc[:,1:961]
xdataf = np.array(ecgf)
targf=dfl.iloc[:,961]
ydataf=np.array(targf)
refdf=df1[(df1[output] == 1)]
refecgf = refdf.iloc[:,1:961]
refxdataf = np.array(refecgf)
reftargf=dfl.iloc[:,961]
refydataf=np.array(reftargf)
inp_xdataf=[]
inp_refxdataf=[]
for j in range(12):
inp_xdataf.append(xdataf[0:,j*80:(j+1)*80])
for j in range(12):

inp_refxdataf.append(refxdataf[0:,j*80:(j+1)*80])
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#In[]:

# Sayisal Degerli Verilerin Semboller ile Ifadesi
# Tum EKG voltaj degerlerinin semboler ile ifadesi.
def fnum2seq2(df):
t=0
for j in alphabet:
for i in range(df.shape[0]):
it (type(df.value[i]) != str):
if(df.value[i] <= myquants.iloc[t]):
df.value[i] = j
elif(j==alphabet[len(alphabet)-1]):
df.value[i]=j
if not (t>(len(alphabet)-3)):
t=t+1

return df

#In[]:

#her bir ECG ID igin, sayisal serileri yaziya doniistiir
def df2str(df):

=[]

b=df.id.max()

for j in range(1,b+1):

S:n
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a=df.loc[df['id"] == j]

for i in range(a.shape[0]):
s=s+a.iloc[i,0]

l.append(s)

return(l)

#In[]:

#gecil olasilik matrislerinin hesaplanmasi
def ftp(s,alphabet,n,d):
x=[".join(x) for x in itertools.product(alphabet, repeat=n)]
=[]
pI=[]
for j in range(len(x)):
t=0
for i in range(len(s)-n+1):
it (x[j]==s[i:i+n]):
t=t+1
l.insert(j,t)
if d=="m"
if not sum(l)==0:
pl =[x/ sum(l) for x in 1]
else:
pl=I
elif d=="r"
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for i in range(len(l)):
k=[]
r =i % len(alphabet)
for j in range(len(alphabet)):
K.insert(j,I[i-r+j])
if not sum(k)==0:
pl.append(l[i]/sum(k))
else:
pl.append(l[i])
else:
print (‘Please enter m for sum of matrix probability, r for sum of row probability")
#print(pl)

return pl

#In[]:

#gecis benzerlik matrislerinin hesaplanmasi
def fsim(tpdf,tprefdf):
a= [[] for _ in range(len(tpdf))]
b=[[] for _ in range(len(tpdf))]
for h in range(len(tpdf)):
for k in range(len(tprefdf)):
a[h].append(sum([abs(i - j) for i, j in zip(tpdf[h],tprefdf[k])]))
b[h]=statistics.mean(a[h])

#print(*'i th order similarity to each refid:", a)
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return b

#In[]:

# temel OSMT fonksiyonu
#n sembol gedislere kadar benzerlikler
sim12=[]
def fspr(df, refdf, myquants, alphabet,n,d):
sdf=df2str(fnum2seq2(df))
#print(sdf)

srefdf=df2str(fnum2seq2(refdf))

sim = [[] for _in range(n)]
for j in range(2,n+2):
tpdf=[[] for _ in range(df.id.max())]
for i in range(df.id.max()):
tpdf[i]=ftp(sdffi],alphabet,j,d)
tprefdf= [[] for _ in range(refdf.id.max())]
for i in range(refdf.id.max()):
tprefdf[i]=ftp(srefdf[i],alphabet,j,d)
sim[j-2]=fsim(tpdf,tprefdf)
#print("i th order similarity:", sim)
sim12.append(sim)
#print(sim12)

#simdataset = pd.DataFrame(sim,columns =['1stsim’, '2ndsim’,'3thsim'])
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#print("similarity:",[ sum(row[i] for row in sim) for i in range(len(sim[0]))])
ws = list()
for j in range(0, len(sim[0])):
tmp=0
for i in range(0, len(sim)):
tmp = tmp + sim[i][j}/(5**(i+1))
#print(sim[i][j])
#print(sim[i][j]1/5**(i+1))
#print(‘tmp',tmp)
ws.append(tmp)
print("weighted similarity:", ws)

return

#In[]:

alphabet="abcde' #user defined

for j in range(12):
print(j',j)
xdataf_last = inp_xdataf][j]
xdataf last = np.array(xdataf last)
#print(xdataf_last.shape)
xdataf_last = xdataf_last.reshape(97360,1)
df2=pd.DataFrame({"value": xdataf last[:,0]})
df2['id"] = [1 + floor(i / 80) for i in range(df2.shape[0])]
refxdataf last = inp_refxdataf[j]

refxdataf last = np.array(refxdataf last)
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refxdataf_last = refxdataf last.reshape(9120,1)
refdf2=pd.DataFrame({"value": refxdataf_last[:,0]})
refdf2['id"] = [1 + floor(i / 80) for i in range(refdf2.shape[0])]
madf = df2.value.rolling(window=2).mean()
myquants=madf.quantile([0.2,0.4,0.6,0.8]) #user defined
d="r" #user defined 'm' or'r'

print(myquants)

df2=df2[72960:97360]

df2['id'] = [1 + floor(i / 80) for i in range(df2.shape[0])]

df2=df2.reset_index(drop=True)

fspr(df2,refdf2,myquants,alphabet,6,d)

#In[]:

simdataset = np.reshape(sim12, (72,305)).T
simdataset = pd.DataFrame(simdataset)
#print(sim12)

#print(simdataset)

simdataset.columns = ['sl_1stsim’, 'sl_2ndsim’,'sl_3rdsim’,'sl_4thsim','sl_5thsim’,

's1_6thsim’,'s2_1stsim’, 's2_2ndsim’,'s2_3rdsim’,'s2_4thsim’,'s2_5thsim’,
's2_6thsim’,'s3_1stsim’, 's3_2ndsim’,'s3_3rdsim’,
's3_4thsim','s3_5thsim’, 's3_6thsim’,

's4_1stsim', 's4_2ndsim','s4_3rdsim','s4_4thsim','s4_5thsim’, 's4_6thsim’,'s5_1stsim’,

's5_2ndsim','s5_3rdsim','s5_4thsim','s5_5thsim’,
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's5_6thsim’,'s6_1stsim’, 's6_2ndsim’,'s6_3rdsim’,
's6_4thsim','s6_5thsim’, 's6_6thsim’,

's7_1stsim’', 's7_2ndsim','s7_3rdsim’,'s7_4thsim','s7_5thsim', 's7_6thsim’,'s8_1stsim’,

's8_2ndsim’,'s8_3rdsim’,'s8_4thsim’,'s8_5thsim’,
's8_6thsim’,'s9_1stsim’, 's9_2ndsim’,'s9_3rdsim’,
's9_4thsim','s9_5thsim’, 's9_6thsim’,

's10_1stsim’, 's10_2ndsim’,'s10_3rdsim’,'s10_4thsim’,'s10_5thsim’,
's10_6thsim’,'s11_1stsim’, 's11 2ndsim’,'s11_3rdsim’,'s11 4thsim''s11 5thsim’,

's11_6thsim’,'s12_1stsim’, 's12_2ndsim','s12_3rdsim’,

's12_4thsim','s12_5thsim’, 's12_6thsim']

#print('simdataset’,simdataset)

#In[]:

simdataset.to_csv('stjude_simdataset_part4.csv')

X = np.asarray(simdataset)

#In[]:

#XGBosst model paramterelerinin optimizasyonu
def random_opt_xg(X,y):
n_estimators = [int(x) for x in np.linspace(start = 200, stop = 2000, num = 100)]
gamma = [i/10.0 for i in range(0,5)]
subsample = [i/10.0 for i in range(1,10)]
learning_rate = [i/10.0 for i in range(0,10)]
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colsample_bytree = [i/10.0 for i in range(1,10)]
reg_alpha = [1e-5, 1e-2, 0.1, 1, 10,100]
max_depth = [int(x) for x in np.linspace(3, 10, num = 2)]

min_child_weight =[1, 3, 5, 7]

random_grid = {'gamma’. gamma, 'subsample’: subsample,'max_depth': max_depth,

'reg_alpha': reg_alpha,

‘colsample_bytre": colsample_bytree,'min_child_weight *: min_child_weight

,'n_estimators": n_estimators}

xg_classifier = XGBClassifier(random_state=42)

xg_random = RandomizedSearchCV (estimator = xg_classifier, param_distributions =

random_grid, n_iter = 100, cv = 5, random_state=42)
clf_xg = xg_random.fit(X, y)
print(clf_xg.best_params_)
return clf_xg.best_params_

random_opt_xg(X,ydata)

#In[]:

#XGBoost parametrelerinin Bayesci Yaklasim ile optimizasyonu

def xgh_evaluate(max_depth, gamma, colsample_bytree,

min_child_weight, learning_rate,

subsample, reg_alpha):

params = {'max_depth': int(max_depth),

'subsample’: subsample,
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‘random_state": 42,

‘gamma’: gamma,

‘colsample_bytree': colsample_bytree,
'n_estimators' :int(n_estimators),
'min_child_weight' : min_child_weight,
'learning_rate' :learning_rate,
'reg_alpha':reg_alpha

}

kf = KFold(n_splits=5, shuffle=True, random_state=42)#n split user defined
x_boost_accuracy=[]
x_boost_recall=[]
X_boost_precision=[]
X_boost_f1=[]
X_boost_auc=[]
X_boost_specificity=[]
x_boost_accuracy_tr=[]
X_boost_recall_tr=[]
X_boost_precision_tr=[]
x_boost_f1_tr=[]
X_boost_auc_tr=[]

X_boost_specificity_tr=[]

for train_index, test_index in kf.split(X):
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# capraz dogrulama i¢in verinin boliinmesi

X_train, X_test,y train, y_test = X[train_index], X[test_index], ydata[train_index],
ydata[test_index]

# XGBoosting Siniflayicist

modelxgh = XGBClassifier()
modelxgb.set_params(**params)
clf_xg= modelxgb.fit(X_train,y_train)
p_xg=clf_xg.predict_proba(X_test)[:,1]
p_xg_tr=clf_xg.predict_proba(X_train)[:,1]
Xg_auc =roc_auc_score(y_test, p_xg)
Xg_auc_tr =roc_auc_score(y_train, p_xg_tr)
for i in range(len(p_xQ)):
if p_xg[i] < 0.06:
p_xg[i]=0
else:
p_xg[i]=1
Xg_accuracy=accuracy_score(y_test, p_xg)
xg_recall=recall_score(y_test, p_xQ)
Xg_precision=precision_score(y_test, p_xg)
xg_f1=f1_score(y_test, p_xg)
conf_mat = confusion_matrix(y_test, p_xg)
xg_specificity=conf_mat[0,0]/(conf_mat[0,1]+conf_mat[0,0])
for i in range(len(p_xg_tr)):

if p_xg_tr[i] < 0.06:
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p_xg_tr[i]=0
else:

p_xg_tr[i]=1
Xg_accuracy_tr=accuracy_score(y_train, p_xg_tr)
xg_recall_tr=recall_score(y_train, p_xg_tr)
Xg_precision_tr=precision_score(y_train, p_xg_tr)
xg_fl _tr=f1_score(y_train, p_xg_tr)
conf_mat_tr = confusion_matrix(y_train, p_xg_tr)
xg_specificity_tr=conf_mat_tr[0,0]/(conf_mat_tr[0,1]+conf_mat_tr[0,0])
X_boost_accuracy.append(xg_accuracy)
X_boost_recall.append(xg_recall)
X_boost_precision.append(xg_precision)
X_boost_f1.append(xg_f1)
X_boost_auc.append(xg_auc)
X_boost_specificity.append(xg_specificity)
X_boost_accuracy_tr.append(xg_accuracy _tr)
x_boost_recall_tr.append(xg_recall_tr)
X_boost_precision_tr.append(xg_precision_tr)
X_boost_f1_tr.append(xg_f1_tr)
X_boost_auc_tr.append(xg_auc_tr)
X_boost_specificity_tr.append(xg_specificity _tr)
xgh_fea_imp=pd.DataFrame(list(clf_xg.get _booster().get_fscore().items()),
columns=['feature’,'importance']).sort_values(‘importance’, ascending=False)
#print(",xgb_fea_imp)

#xgb_fea_imp.to_csv('xgh_fea_imp.csv')
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#print(clf_xg.feature_importances_)
#from xgboost import plot_importance

#plot_importance(clf_xg, )

Xg_accuracy=np.mean(x_boost_accuracy, axis=0)
xg_recall=np.mean(x_boost_recall, axis=0)
Xg_precision=np.mean(x_boost_precision, axis=0)
xg_fl=np.mean(x_boost_f1, axis=0)
Xg_auc=np.mean(x_boost_auc, axis=0)
xg_specificity=np.mean(x_boost_specificity, axis=0)
Xg_accuracy_tr=np.mean(x_boost_accuracy _tr, axis=0)
xg_recall_tr=np.mean(x_boost_recall_tr, axis=0)
Xg_precision_tr=np.mean(x_boost_precision_tr, axis=0)
xg_f1l_tr=np.mean(x_boost_f1_tr, axis=0)
Xg_auc_tr=np.mean(x_boost_auc_tr, axis=0)

xg_specificity _tr=np.mean(x_boost_specificity_tr, axis=0)

print (xg_accuracy,xg_recall,xg_precision,xg_f1,xg_auc,xg_specificity)

print

(xg_accuracy_tr,xg_recall_tr,xg_precision_tr,xg_fl tr,xg_auc_tr,xg_specificity_tr)
# Used around 1000 boosting rounds in the full model
#modelxgb = XGBClassifier()
#modelxgb.set_params(**params)
#xgb = modelxgb.fit(egi2, np.argmax(tr_y[i],axis=1))

#test_predict = modelxgb.predict(tnew?2)
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#print (f1_custom(np.argmax(te_y[i],axis=1), test_predict)[-1])

print (modelxgb.get_params())

# Bayesci yaklasim maksimizasyon i¢in dizayn edilmis, minimizasyon i¢in degil. Bu

nedenle -RMSE degeri ile devam

return xg_f1

#In[]:

# xg_boost paramterlerinin Bayesci yaklasim ile optimizasyonu

gp_params = {"alpha": le-4}

xgh_bo = BayesianOptimization(xgb_evaluate, {'max_depth': (2, 5),
'subsample’: (0.6, 1.),
‘gamma’; (0.0, 0.5),
‘colsample_bytree': (0.6, 1.),
'n_estimators': (500,2000),
'min_child_weight":(3, 7),
'learning_rate":(0.05, 0.15),
'reg_alpha':(8,13)
)

# Negatif sayilarla basa ¢ikabilmek igil ‘expected improvement acquisition function’

kullan
# optimal sonug i¢in hesaba katillmasi gereken birkag parameter daha var

xgb_bo.maximize(init_points=200, n_iter=50, acg="ei’, **gp_params)
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